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BAB II 

LANDASAN TEORI 

Pada bab ini, akan dijelaskan tentang teori-teori penunjang bagi bab selanjutnya, 

diantaranya yaitu matriks, analisis runtun waktu, stationer, Wavelet, Wavelet 

Daubechis serta transformasi Wavelet. 

 2.1 Matriks dan Operasi Matriks 

 Discret Wavelet transform atau transformasi Wavelet diskrit menggunakan 

pola  matriks, sehingga akan dijelaskan tentang matriks dan operasinya. 

2.1.1 Definisi Matriks 

 Sebuah matriks adalah susunan segi empat siku-siku dari bilangan-

bilangan. Bilangan-bilangan dalam susunan tersebut dinamakan entri dalam 

matriks. Ukuran atau ordo matriks dijelaskan dengan menyatakan banyaknya 

baris (garis horizontal) dan banyaknya kolom (garis vertikal) yang terdapat 

dalam matriks tersebut1. Huruf kapital digunakan untuk menyatakan matriks 

dan huruf kecil untuk menyatakan entri-entrinya. 

 Jika A sebuah matriks dengan m baris dan n kolom serta aij menyatakan 

entri yang terdapat pada baris ke-i dan kolom ke-j dari A, matriks A dapat 

dinyatakan sebagai berikut: 

    𝑨 = [𝑎𝒊𝒋](𝑚𝑥𝑛)
= [

𝑎11 𝑎12 … 𝑎1𝑛

𝑎21 𝑎21 … 𝑎2𝑛

⋮
𝑎𝑚1

⋮
𝑎𝑚2

⋱
…

⋮
𝑎𝑚𝑛

] 

                                                           
1 Howard Anton, Aljabar Linier Elementer edisi ketiga, (Jakarta : Erlangga, 1984), Hal 25. 
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 Dua matriks dikatakan sama jika kedua matriksA tersebut mempunyai 

ukuran yang sama dan entri-entri yang bersesuaian dalam kedua matriks 

tersebut sama2. 

2.1.2  Jenis Matriks 

 Beberapa jenis matriks antara lain: 

a) Matriks kuadrat 

 Matriks kuadrat adalah matriks dengan n baris dan n kolom3. 

b) Matriks simetrik 

Matriks kuadrat disebut matriks A disebut matriks yang simetrik jika A 

adalah matriks bujur sangkar yang bersifat A= A’4 . 

c) Matriks diagonal 

Matriks diagonal yakni matriks kuadrat yang semua entri tak diagonalnya 

sama dengan nol5. Matriks diagonal dinyatakan dengan: 

𝑑𝑖𝑎𝑔(𝑎11, 𝑎22, … , 𝑎𝑚𝑛) = [

𝑎11 0 … 0
0 𝑎21 … 0
⋮
0

⋮
0

⋱
…

⋮
𝑎𝑚𝑛

] 

d) Matriks identitas 

Matriks identitas adalah sebuah matriks kuadrat dengn entri pada diagonal 

utama 1 dan entri selain diagonal utama adalah 0 yang dinotasikan dengan 

I6. dinyatakan sebagai berikut: 

                                                           
2 Ibid, Hal 26 
3 Ibid, Hal 23. 
4 Ibid, Hal 293. 
5 Ibid, Hal 270. 
6 Ibid, Hal 33. 
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𝑰 = [

1 0 … 0
0 1 … 0
⋮
0

⋮
0

⋱
…

⋮
1

] 

 

2.1.3  Penjumlahan Matriks 

 Jika A dan B adalah sembarang matriks yang ukurannya sama, maka 

jumlah A+B adalah matriks yang diperoleh dengan menjumlahkan bersama-

sama entri yang bersesuaian dalam kedua matriks tersebut. Matriks-matriks 

yang ukurannya berbeda tidak dapat dijumlahkan. 

𝐴 = [

𝑎11 𝑎12 … 𝑎1𝑛

𝑎21 𝑎21 … 𝑎2𝑛

⋮
𝑎𝑚1

⋮
𝑎𝑚2

⋱
…

⋮
𝑎𝑚𝑛

] dan 𝐵 = [

𝑏11 𝑏12 … 𝑏1𝑛

𝑏21 𝑏21 … 𝑏2𝑛

⋮
𝑏𝑚1

⋮
𝑏𝑚2

⋱
…

⋮
𝑏𝑚𝑛

]    

  Maka,  𝐴 + 𝐵 = [

𝑎11 𝑎12 … 𝑎1𝑛

𝑎21 𝑎21 … 𝑎2𝑛

⋮
𝑎𝑚1

⋮
𝑎𝑚2

⋱
…

⋮
𝑎𝑚𝑛

] + [

𝑏11 𝑏12 … �㄰1𝑛

𝑏21 𝑏21 … 𝑏2𝑛

⋮
𝑏𝑚1

⋮
𝑏𝑚2

⋱
…

⋮
𝑏𝑚𝑛

] 

�����������������������������= �� [

𝑎11 + 𝑏11 𝑎12 + 𝑏12 … 𝑎1𝑛 + 𝑏1𝑛

𝑎21 + 𝑏21 𝑎22 + 𝑏22 … 𝑎2𝑛 + 𝑏2𝑛

⋮
𝑎𝑚1 + 𝑏𝑚1

⋮
�㄰𝑚2 + 𝑏𝑚2

⋱
…

⋮
𝑎𝑚𝑛 + 𝑏𝑚𝑛

]���������������������� 

2.1.4  Perkalian Dua  Matriks 

 Matriks A apat dikalikan dengan matriks B  apabila jumlah kolom 

matriks A = jumlah baris matriks B. Apabila  berordo (mxn) dan B berordo 

(n_x p), maka C = A.B berordo (m x p) dengan elemen : 
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𝐴 = [

𝑎11 𝑎12 … 𝑎1𝑛

𝑎21 𝑎21 … 𝑎2𝑛

⋮
𝑎𝑚1

⋮
𝑎𝑚2

⋱
…

⋮
𝑎𝑚𝑛

] dan 𝐵 = [

𝑏11 𝑏12 … 𝑏1𝑛

𝑏21 𝑏21 … 𝑏2𝑛

⋮
𝑏𝑚1

⋮
𝑏𝑚2

⋱
…

⋮
𝑏𝑚𝑛

]    

Maka hasil kali A x B atau AB adalah: 

𝐴𝐵 = [

𝑎11 𝑎12 … 𝑎1𝑛

𝑎21 𝑎21 … 𝑎2𝑛

⋮
𝑎𝑚1

⋮
𝑎𝑚2

⋱
…

⋮
𝑎𝑚𝑛

]�[

𝑏11 𝑏12 … 𝑏1𝑛

𝑏21 𝑏21 … 𝑏2𝑛

⋮
𝑏𝑚1

⋮
𝑏𝑚2

⋱
…

⋮
𝑏𝑚𝑛

] 

=� [

∑𝑎11𝑏11 ∑𝑎12𝑏12 … ∑𝑎1𝑛𝑏1𝑛

∑𝑎21𝑏21 ∑𝑎22𝑏22 … ∑𝑎2𝑛𝑏2𝑛

⋮
∑𝑎𝑚1𝑏𝑚1

⋮
∑𝑎𝑚2𝑏𝑚2

⋱
…

⋮
∑𝑎𝑚𝑛𝑏𝑚𝑛

] 

  Sifat-sifat dari perkalian matriks adalah sebagai berikut:7 

1. Perkalian matriks tidak harus bersifat komutatif (secara umum : AB ≠ 

BA) 

2. Perkalian matriks AB = BA  jika A dan B keduanya matriks bujur 

sangkar dan merupakan matriks identitas. 

3. Suatu vektor baris dikalikan dengan suatu vektor kolom adalah suatu 

skalar. 

2.1.5  Perkalian Matriks dengan Skalar 

Jika A adalah sembarang matriks dan p adalah skalar, maka pA adalah 

matriks yang elemennya merupakan perkalian elemen matriks A dengan 

skalar p. 

                                                           
7 Howardd Anton, Dasar-Dasar Aljabar Linier Elementer (Alih bahasa oleh Ir. Hari Sumiyanto). 
Bina Aksara. Jakarta. Hal 25. 
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𝑝𝑨 = � [

𝑝𝑎11 𝑝𝑎12
… 𝑝𝑎1𝑛

𝑝𝑎21 𝑝𝑎21 … 𝑝𝑎2𝑛

⋮
𝑝𝑎𝑚1

⋮
𝑝𝑎𝑚2

⋱
…

⋮
𝑝𝑎𝑚𝑛

] 

2.1.6  Transpose Matriks 

Transpose matriks A (disimbolkan dengan At) diperoleh dari matriks A 

dengan cara menukar baris menjadi kolom dan kolom menjadi baris. Jika A 

berordo (m x n), maka At berordo (n x m). 

Jika,  A = [

𝑎11 𝑎12 … 𝑎1𝑛

𝑎21 𝑎22 … 𝑎2𝑛

⋮
𝑎𝑚1

⋮
𝑎𝑚2

⋱
…

⋮
𝑎𝑚𝑛

] maka At = [

𝑎11 𝑎21 … 𝑎𝑛1

𝑎12 𝑎22 … 𝑎𝑛2

⋮
𝑎1𝑚

⋮
𝑎2𝑚

⋱
…

⋮
𝑎𝑛𝑚

] 

Beberapa sifat dari transpose adalah sebagai berikut:8 

1.  (At)t = A 

 Bukti : 

 Misalkan A= ( aij ) maka (At)t = ( aij )
T = ( aij ) = A. 

2. (A + B)t = At + Bt 

 Bukti : 

 Misalkan A = ( aij ) dan B = ( bij ) maka: 

 (A + B)t = ( aij + bij )
t = ( cij ) 

t = ( cij ) = ( aij + bij ) =  At + Bt 

3. (AB)t = Bt At 

 Bukti : 

 Misalkan A = ( aij ) dan B = ( bij ) maka elemen pada baris ke-i dan 

kolom ke-j dari matriks AB yaitu: 

                                                           
8 Ibid, Hal 27. 
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 ai1 b1j + ai2 a2j + … + ain bnj yang merupakan elemen pada baris ke-j dan 

kolom ke-i dari (AB)t. Di lain pihak baris ke-j dari Bt  adalah kolom ke-j 

dari baris B yaitu ( b1j, b2j, . . .,  bnj ) dan kolom ke-i dari At adalah baris 

ke-j dari matriks A.     

4. λ (At) = (λ At) 

 Bukti : 

 A = ( aij ) maka λ (AT) = λ ( aij ) = (λ aij ) = (λ aij )
T = (λ At). 

5. It = I 

 Bukti : 

 Misalkan I = AT (A-1)T maka: 

 AT (A-1 )T = (A-1 A)T = (A-1 )AT = AT AT 

2.1.7  Invers Matriks 

Jika A adalah invers matrik kuadrat dan jika kita dapat mencari matrik 

B sedemikian sehingga AB=BA=I, maka A dapat dikatakan dapat 

dibalik (invertible) dan B dinamakan invers dari A9. 

 2.2 Analisis Runtun Waktu 

Runtun waktu adalah suatu himpunan observasi berturut dalam waktu10. 

Analisis runtun waktu merupakan analisis yang menitikberatkan pada studi 

perilaku di masa lalu akan berulang di masa mendatang. Metode Box-Jenkins 

adalah metode runtun waktu yang dikemukakan oleh George E.P Box dan 

Gwilym M. Jenkins. Metode ini, digunakan dua buah operator yaitu operator 

                                                           
9 Howard Anton, Aljabar Linier Elementer Edisi Kelima, (Jakarta : Erlangga, 1995). Hal 27. 
10 Zanzawi Soejoti,Ph.D., Analisis Runtun Waktu. (Jakarta: 1978). Hal 22 
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backshift B yang didefinisikan 𝐵𝑍𝑡 = 𝑍𝑡−1 dan didifferensi ∆𝐵𝑍𝑡 = 𝑍𝑡 −

𝑍𝑡−1 = (1 − 𝐵)𝑍𝑡 . 

Langkah-langkah yang harus dilakukan data runtun waktu dalam rangka 

menganalisis data adalah:  

1. Menentukan nilai-nilai pengamatan atas waktu 

 Hal ini dilakukan untuk mengamati bentuk trend dan kestationeran data. 

Bentuk trend diperlukan untuk memperkirakan model regresi atau 

variabel pengamatan dengan variabel waktu yang harus dibangun (jika 

antar pengamatan tidak terdapat autokorelasi), sedangkan sifat stationer 

diperlukan untuk menentukan perlu tidaknya data distationerkan 

melalui suatu transformasi (jika antar pengamatan terdapat 

autokorelasi), sebab analisis data runtun waktu dilaksanakan dalam 

kondisi data yang bersifat stationer. 

2. Menghitung dan memetakan fungsi autokorelasi 

 Menguji ada tidaknya autokorelasi antar pengamatan, dapat dilihat 

dalam bentuk correlogram yaitu grafik fungsi autokorelasi atas lagnya 

atau melalui pengujian hipotesis. Penggambaran peta variabel 

pengamatan atas variabel waktu dari mulai menghitung fungsi 

autokorelasi sampai menggambarkan correlogram dapat dilakukan 

dengan menggunakan program komputer. Jika berdasarkan grafik 

correlogram atau pengujian hipotesis disimpulkan bahwa data 

berautokorelasi, maka dapat dibangun model hubungan fungsional antar 

nilai pengamatan. 
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Beberapa jenis data runtun waktu antara lain sebagai berikut11:  

a. Data Cross-section, yaitu data yang dikumpulkan untuk sejumlah 

individu atau kategori untuk sejumlah variabel pada suatu titik 

waktu tertentu. Model yang digunakan untuk memodelkan data 

tipe ini adalah model regresi (cross-section). 

b. Data runtun waktu yaitu jenis data yang dikumpulkan menurut 

urutan waktu dalam suatu rentan waktu tertentu. Jika dipandang 

bersifat diskrit, frekuensi pengumpulan selalu sama (equidistant). 

Pada kasus diskrit, frekuensi dapat berupa detik, menit, jam, hari, 

minggu, bulan atau tahun. Model yang digunakan adlah model-

model time series. 

c. Data panel yaitu tipe data yang dikumpulkan menurut urutan waktu 

dalam suatu rentang tertentu pada sejumlah individu/kategori. 

Model yang digunakan dalam tipe ini adalah model data panel, 

model runtun waktu multivariat. 

 2.3 Stationer 

2.3.1 Stationeritas Data 

 Stationeritas adalah tidak adanya pertumbuhan atau penurunan data. Suatu 

data dapat dikatakan stationer apabila pola data tersebut berada pada 

kesetimbangan disekitar nilai rata-rata yang konstan dan variansi di sekitar 

rata-rata tersebut konstan selama waktu tertentu (Madrikaris, 1999: 61). Time 

                                                           
11 Dedi Rosadi, Pengantar Analisa Runtun Waktu,(Yogyakarta: Universitas Gajah Mada, 2006), Hal 
1 
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series dikatakan stationer apabila tidak ada unsur trend dalam data dan tidak 

ada unsur musiman atau rata-rata dan variansinya tetap. 

Berikut adalah pola data stationer: 

 

Gambar 2.1 Plot time series data stationer dalam rata-rata dan variansi 

  Selain dari plot time series, stationer dapat dilihat dari plot 

Autocorrelation Function (ACF) data tersebut. Apabila plot data 

Autocorrelation Function (ACF) turun mendekati nol secara cepat, pada 

umumnya setelah lag kedua atau ketiga maka dapat dikatakan stationer (Hanke 

& Winchen, 2005: 67). 



21 
 

 

Gambar 2.2 Plot ACF data stationer 

Data nonstationer apabila terdapat unsur trend dalam data, yaitu 

mengalami kenaikan dan penuruna seiring bertambahnya periode waktu. Pada 

data nonstationer yang memiliki trend akan memiliki nilai Autocorrelation 

Function (ACF) yang signifikan pada lag-lag awal kemudian mengecil secara 

bertahap, seperti gambar berikut. 

 

Gambar 2.3 Plot ACF data tidak stationer 
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Jika data tidak stationer dalam variansi (variansi tidak konstan dan 

bergantung waktu) maka salah satu cara untuk menstationerkan adalah dengan 

melakukan transformasi. Jika proses tidak stationer dalam mean maka perlu 

dilakukan differencing (pembedaan). Differencing derajat pertama ditulis sebagai 

berikut: 𝑑𝑌𝑡 = 𝑌𝑡 − 𝑌𝑡−1 sehingga akan terbentuk n-1 nilai baru.  

2.3.2 Uji Stationeritas 

 Dalam menganalisa data runtun waktu, maka sebelumnya dilakukan 

pengujian kestationeritas data. Jika data plot data asli belum terlihat ada 

kestationeran data, maka dapat dilakukan uji stationer terhadap data. Pengujian 

tersebut dapat dilakukan dengan menggunakan uji akar unit (unit root test) yang 

dikembangkan oleh Dickey-Fuller dan kemudian dikenal dengan uji akar unit 

Augmented Dickey-Fuller (ADF). Nilai dari ADF akan dibandingkan dengan nilai 

kritis dari Mac Kinnon Critical Value. Hipotesis yang digunakan dalam uji ADF 

ini adalah: 

 H0 : terdapat akar unit atau data tidak stationer 

 H1 : tidak terdapat akar unit atau data stationer 

dengan statistik uji: 

)ˆ(

1ˆ






SE
t



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Keputusan diambil jika nilai statistik uji ADF memiliki nilai lebih kecil dari nilai 

kritis misalnya 1%, 5% atau 10%. Artinya tidak terdapat akar unit atau data 

bersifat stationer. 

 2.4 Wavelet 

Gelombang (wave) didefinisikan sebagai fungsi osilasi atas waktu atau ruang 

dan periodik. Wave biasanya dipergunakan dalam bidang fisika, perluasan sinyal 

dan sebagainya. Wavelet diartikan suatu gelombang kecil (small wave) yang 

mempunyai kemampuan mengelompokkan energi dan terkonsentrasi dalam waktu 

tertentu serta naik dan turun pada periode tertentu. 

 

Gambar 2.4 (a) Wave dan (b) Wavelet 

Fungsi Wavelet merupakan fungsi matematika yang mempunyai sifat-sifat 

tertentu, antara lain berosilasi disekitar nol, terlokalisasi dalam domain waktu dan 

frekuensi serta membentuk sebuah basis ortogonal dalam L2(R). Fungsi Wavelet 

terdiri dari dua fungsi yaitu Wavelet ayah (𝜙) dan Wavelet ibu (Ψ) yang 

memiliki sifat sebagai berikut:  

1.∫ Ψ(𝑥)𝑑𝑥 = 0
∞

−∞
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2. ∫ Ψ(𝑥)𝑑𝑥 = 1
∞

−∞
       (2.1) 

Kedua fungsi ini menghasilkan suatu keluarga fungsi yang dapat 

merekonstruksi suatu sinyal. Dengan gabungan proses dilatasi atau penyekalaan, 

seperti Ψ(2𝑥),Ψ(4𝑥),Ψ(2𝑗𝑥) dan proses translasi atau penggeseran 

posisi,seperti Ψ(𝑥 − 1),Ψ(𝑥 − 2),Ψ(𝑥 − 𝑘) Wavelet ayah (𝜙) dan Wavelet ibu 

(Ψ) menghasilkan sebuah keluarga Wavelet, yaitu: 

𝜙𝑗,𝑘
(𝑥) = (𝑝2𝑗)

1

2𝜙(𝑝2𝑗𝑥 − 𝑘)  dan  Ψ𝑗,𝑘(𝑥) = (𝑝2𝑗)
1

2Ψ(𝑝2𝑗𝑥 − 𝑘)� (2.2) 

dengan 𝑗 = 𝑗0, 𝑗1, . . . 𝑗𝑘, 𝑘𝜖Ζ, Ζ�ϵ�bilangan�bulat, j menunjukkan skala atau banyak 

komponen level transformasi sedangkan k menunjukkan banyak koefisien dalam 

suatu level transformasi. Tanpa mengurangi keumuman dari skalar p > 0, diambil 

p = 1, sehingga diperoleh,  

𝜙𝑗,𝑘
(𝑥) = 2

𝑗
2⁄ 𝜙(2𝑗𝑥 − 𝑘)  dan �Ψ𝑗,𝑘(𝑥) = 2

𝑗
2⁄ �Ψ(2𝑗𝑥 − 𝑘)   (2.3) 

Dari persamaan (2.3) menghasilkan keluarga Wavelet dengan berbagai 

karakter dan sifat yang berbeda-beda. Beberapa keluarga dari Wavelet yang 

banyak digunakan antara lain Wavelet Haar yang merupakan Wavelet tertua dan 

paling sederhana. Selain itu, terdapat pula Wavelet Meyer, Wavelet Daubechis, 

Wavelet Mexican Hat, Wavelet Coiflet dan Wavelet Last Assymetric (Daubechis, 

1992). Wavelet-Wavelet tersebut mempunyai sifat orthonormal. 
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Gambar 2.5. (a) Wavelet Haar; (b) Wavelet Daubechies; (c) Wavelet Coiflet; 

(d) Wavelet Symlet, (e) Wavelet Meyer; (f) Wavelet Morlet; dan (g) Wavelet 

Maxican Hat. 

Banyak problematika di Statistika seperti mengobservasi data dapat 

dianalisis dengan Wavelet. Secara umum, proses kerja analisis dalam Wavelet 

menggunakan proses multitransfom dengan menerapkan algoritma multiskala, 

yang mana suatu data dapat ditransformasikan atau dirubah dalam bentuk 

berbeda. Kemudian, ketika akan menggali sebuah informasi dari sebuah vektor 

y maka yang terpenting dilakukan adalah menganalisa dengan detail pada skala 

dan lokasi yang berbeda pula.  

Misalkan diberikan sebuah barisan diskrit 𝑦 = (𝑦1, 𝑦2, . . . , 𝑦𝑛) , 𝑦�adalah 

bilangan riil dan panjang dari barisan 𝑦 adalah 𝑛 = 2𝑗
 atau disebut dengan 

“dyadic one” (Nason, 2006). Algoritma multiskala digambarkan secara umum 

sebagai berikut: 
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Gambar 2.6. Algoritma multiskala secara umum. 

Berdasarkan gambar 2.6, untuk menggali informasi dari vektor  yj, vektor 

tersebut akan ditransformasikan dengan menggunakan operasi penjumlahan 

dan operasi pengurangan. Output yang dihasilkan dari operasi tersebut adalah 

dua vektor yang berbeda yang disebut dengan cj dan dj. Langkah pertama berisi 

detail pada beberapa skala dan lokasi yang berbeda menggunakan operasi 

pengurangan berikut: 

𝑑𝑘 = 𝑦2𝑘 − 𝑦2𝑘−1,���𝑘 = 1, . . . ,
𝑛

2
     (2.4) 

Langkah selanjutnya hampir sama namun menggunakan operasi 

penjumlahan dalam prosesnya, yaitu: 

𝑐𝑘 = 𝑦2𝑘 + 𝑦2𝑘�−1,���𝑘 = 1, . . . ,
𝑛

2
        (2.5)                        

 ck berisi rata-rata dari skala lokal dan informasi didalamnya dan mengasarkan 

dari vektor y asli. Dari barisan y yang berisi 𝑛 = 2𝑗
, pada level pertama berisi 

koefisien sebanyak 
𝑛

2
= 2𝐽−1

. Algoritma akan berakhir jika nilai 20 = 1 

koefisien.  

 Jika dimisalkan 𝑗 = 𝐽 − 1 yang menyatakan level pertama yang dilakukan 

maka koefisien 𝑑𝑘 dapat ditulis menjadi 𝑑𝐽−1,𝑘 dan koefisien 𝑐𝑘 menjadi�𝑐𝐽−1,𝑘. 

Level selanjutnya akan menjadi 𝐽 − 2. Pada level ini menggunakan koefisien 

yj 

+ 

- 

Cj-1 

Dj-1 
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�𝑐𝐽−1,𝑘 yang telah didapatkan untuk mencari nilai koefisien rata-rata yang 

terbaik menggunakan persamaan (2.4) menjadi 

𝑑𝐽−2,𝑙 = 𝑐𝐽−1,2𝑙 − 𝑐𝐽−1,2𝑙−1,���𝑙 = 1, . . . ,
𝑛

4
     (2.6) 

𝑑𝐽−2,𝑙 hanyalah simbol yang berbeda untuk menunjukkan skala yang berbeda. 

Sedangkan 𝑐𝐽−1,2𝑙 dan 𝑐𝐽−1,2𝑙−1mempunyai arti yang sama dengan persamaan 

(2.4), atau dapat disederhanakan sebagai berikut: 

𝑑𝐽−2,𝑙 = (𝑦4𝑙 + 𝑦4𝑙−1) − (𝑦4𝑙−2 + 𝑦4𝑙−3),���𝑙 = 1, . . . ,
𝑛

4
   (2.7)  

Operasi pengurangan pada level  𝐽 − 2 telah diketahui, selanjutnya adalah 

menghitung koefisien 𝑐𝐽−2 dengan mengulang persamaan (2.5) yaitu 

𝑐𝐽−2,𝑙 = 𝑐𝐽−1,2𝑙 + 𝑐𝐽−1,2𝑙−1,���𝑙 = 1, . . . ,
𝑛

4
    (2.8) 

untuk level selanjutnya proses penghitungan hanya perlu mengulang 

persamaan di atas. Berikut ini diberikan contoh perhitungan dari algoritma 

multiskala. 

Contoh 2.1  

Diberikan sebuah barisan 𝑦 = (𝑦1, 𝑦2, . . . , 𝑦𝑛) = (2,3,1,5,5,4,2,4). Jumlah dari 

elemen tersebut adalah n = 8 dan nilai J = 3 = 23. Dengan menerapkan operasi 

pada (2.4) akan dihitung d koefisien pada level j = 2 (diasumsikan level 

pertama), yaitu: 

𝑑2,1 = 𝑦2 − 𝑦1 = 3 − 2 = 1 
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𝑑2,2 = 𝑦4 − 𝑦3 = 5 − 1 = 4 

𝑑2,3 = 𝑦6 − 𝑦5 = 4 − 5 = −1 

𝑑2,4 = 𝑦8 − 𝑦7 = 4 − 2 = 2 

Selanjutnya, dengan menggunakan persamaan (2.5) diperoleh c koefisien 

sebagai berikut: 

𝑐2,1 = 𝑦2 + 𝑦1 = 3 + 2 = 5 

𝑐2,2 = 𝑦4 + 𝑦3 = 5 + 1 = 6 

𝑐2,3 = 𝑦6 + 𝑦5 = 4 + 5 = 9 

𝑐2,4 = 𝑦8 + 𝑦7 = 4 + 2 = 6 

8 elemen dari barisan tersebut menghasilkan 4 koefisien d2 dan 4 koefisien c2 

pada level j = 2. Menghasilkan 2 koefisien d1 dan 2 koefisien c1 pada level       

j = 1 serta 1 koefisien d0, 1 koefisien c0 pada level j = 0 atau level terakhir. 

Koefisien-koefisien yang diperoleh dari proses multitransform tersebut dapat 

divisualisasikan pada bagan di bawah ini. 
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Gambar 2.7. Alur sederhana dari algoritma multiskala. 

Algoritma di atas merupakan contoh sederhana dari algoritma piramida 

yang digunakan dalam transformasi Wavelet diskrit. Koefisien dj,k disebut 

koefisien detail atau koefisien Wavelet dari Wavelet ibu sedangkan koefisien 

cj,k disebut koefisien skala dari Wavelet ayah.  

Salah satu hal terpenting dalam proses transformasi dengan Wavelet 

adalah invers. Fungsi dari invers adalah untuk mengembalikan atau 

merekonstruksi ulang  data yang telah ditransformasi ke bentuk aslinya dengan 

menggunakan sifat orthonormal. Selain itu, Wavelet juga memuat energi yang 

2
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mana hasil dari data input akan lebih besar atau sama dengan data outputnya. 

Energi atau norm ini didefinisikan sebagai ‖𝑦‖2 = ∑ 𝑦𝑖
2�𝑛

𝑖 (Nason, 2006). 

2.4.1 Filter Wavelet 

 Proses transformasi Wavelet yang melibatkan algoritma piramida, akan 

mengubah data menjadi dua bagian yang sama besar. Nantinya akan 

menghasilkan koefisien-koefisien skala dan Wavelet yang saling 

berhubungan. Koefisien-koefisien tersebut diperoleh dari proses pengolahan 

filter Wavelet dan filter skala.  

Filter Wavelet merupakan filter yang bersifat smooth yang didapatkan dari 

penyekalaan dan pergeseran pada Wavelet ibu (Ψ). Didefinisikan sebuah deret 

bilangan riil yang membangun filter Wavelet {ℎ𝑙: 𝑙 = 0, . . . . , 𝐿 − 1}, dimana L 

adalah lebar filter dan merupakan bilangan bulat. Filter Wavelet harus 

memenuhi tiga kondisi dasar, yaitu (Percival, 2000): 

∑ ℎ𝑙 = 0𝐿−1
𝑙=0 ;     (2.9a) 

∑ ℎ𝑙
2𝐿−1

𝑙=0 = 1;     (2.9b) 

∑ ℎ𝑙ℎ𝑙+2𝑛
𝐿−1
𝑙=0 = ∑ ℎ𝑙ℎ𝑙+2𝑛 = 0∞

𝑙=−∞   (2.9c) 

untuk semua n integer dengan hl = 0, untuk 𝑙 < 0�dan 𝑙 ≥ 𝐿, maka dapat 

dikatakan {hl} sebenarnya adalah deret tak terhingga.  

Filter Wavelet {hl} digunakan untuk membangun matriks 
𝑁

2
 pertama dari 

matriks DWT. Filter Wavelet akan menghasilkan koefisien Wavelet dengan 

skala unit. Misalkan diberikan sebuah runtun waktu {𝑋𝑡: 𝑡 = 0, . . . , 𝑁 − 1} dan 
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{hl} merupakan filter Wavelet, dimana N = 2j, maka didefinisikan koefisien 

Wavelet sebagai berikut: 

𝑊1,𝑡 = ∑ ℎ𝑙𝑋2𝑡+1−𝑙𝑚𝑜𝑑𝑁, 𝑡 = 0, . . . ,
𝑁

2
− 1𝐿−1

𝑙=0     (2.10) 

Proses DWT akan menghasilkan matriks W = WX. W adalah sebuah N 

matriks dari koefisien DWT. W adalah N x N matriks DWT dan X berisi data 

runtun waktu. Elemen pertama dari W dapat ditulis sebagai W1, maka ini 

berakibat bahwa W1 = W1X. Oleh karena itu, definisi dari W1 akan 

berimplikasi pada baris dari Ⱳ1 yaitu: 

𝑊1,𝑡 = ∑ ℎ𝑙
0𝑋2𝑡+1−𝑙𝑚𝑜𝑑𝑁

𝑁−1
𝑙=0 , 𝑡 = 0, . . . ,

𝑁

2
− 1    (2.11) 

dengan {ℎ𝑙
0: 𝑙 = 0, . . . , 𝑁 − 1} dan 0 ≤ 𝑡 ≤

𝑁

2
− 1 baris ke t dari 𝑊𝑡

𝑇
 pada 

persamaan (2.7) akan menjadi: 

𝑊1,𝑡 = 𝑊𝑡
𝑇𝑋 = ∑ ℎ𝑙

0𝑋2𝑡+1−𝑙𝑚𝑜𝑑𝑁 = ∑ ℎ2𝑡+1−𝑙𝑚𝑜𝑑𝑁
0 𝑋𝑙

𝑁−1
𝑙=0

𝑁−1
𝑙=0   (2.12) 

baris pertama dari Ⱳ1 didapatkan dengan mengambil t = 0, diperoleh: 

𝑊0
𝑇 = 𝑊0

𝑇𝑋 = ∑ ℎ1−𝑙𝑚𝑜𝑑𝑁
0𝑁−1

𝑙=0         

sehingga elemen dari baris pertama dari W1 adalah 

𝑊𝑡
𝑇 = [ℎ1

0, ℎ0
0, ℎ𝑁−1

0 , ℎ𝑁−2
0 , . . . , ℎ2

0
].� 
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2.4.2 Filter Skala 

Filter skala {gl} merupakan filter yang bersifat detail yang dihasilkan dari 

pergeseran-pergeseran Wavelet ayah. Filter skala ini membangun 
𝑁

2
 matriks 

terakhir dari proses DWT. Seperti pada filter Wavelet, pada filter skala juga 

harus memenuhi kondisi-kondisi berikut ini (Percival,2000): 

∑ 𝑔𝑙 = √2�𝐿−1
𝑙=0  atau ∑ 𝑔𝑙 = −√2𝐿−1

𝑙=0 �     (2.13a) 

∑ 𝑔𝑙
2𝐿−1

𝑙=0 = 1        (2.13b) 

∑ 𝑔𝑙𝑔𝑙+2𝑛 = ∑ 𝑔𝑙𝑔𝑙+2𝑛 = 0∞
𝑙=∞

𝐿−1
𝑙=0       (2.13c) 

Dari persamaan di atas, terdapat kesamaan antara filter Wavelet dan filter 

skala yaitu mempunyai unit energi dan orthogonal untuk perubahan yang 

lengkap. Diberikan {𝑔𝑙: 𝑙 = 0, . . . , 𝐿 − 1}untuk mengkonstruksi sebuah matrik 

V1 dengan diketahui {𝑔𝑙} dan runtun waktu {Xt},  didefinisikan sebagai 

berikut: 

𝑉1,𝑡 = ∑ 𝑔𝑙𝑋𝑡−1𝑚𝑜𝑑𝑁,���𝑡 = 0, . . . , 𝑁 − 1𝐿−1
𝑙=0     (2.14) 

Untuk t =0, . . . , N – 1, dan {𝑔𝑙
0} adalah periodesasi dari panjang {𝑔𝑙} N, 

maka elemen dari koefisien skala level pertama yaitu: 

𝑉0
𝑇 = [𝑔1

0, 𝑔0
0, 𝑔𝑁−1

0 , 𝑔𝑁−2
0 , . . . , 𝑔2

0] 

 Filter skala saling orthogonal dengan filter Wavelet dan itu berakibat bahwa 

V1 dan W1 orthogonal. Oleh karena itu, dapat dimisalkan dengan  
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𝑃1 = [
��𝑊1

𝑉1
] 

2.5  Wavelet Daubechies 

Wavelet Daubechies adalah salah satu keluarga Wavelet orthogonal. 

Nama Daubechies diambil dari nama penemunya yakni Inggrid Daubechies. 

Selain itu, Wavelet ini sering digunakan karena baik untuk kompresi data. 

Wavelet Daubechies biasanya disimbolkan dengan dbN, dengan N adalah 

angka indeks mulai dari 2 sampai 20.  

 

 

Gambar 2.8. Wavelet Daubechies db2 sampai db10. 

Menurut Daubechis (1992), sifat-sifat dari Wavelet  Daubechies antara 

lain : 

a. Bersifat ortogonal, biorthogonal, dan compactly supported 

Wavelet Daubechies termasuk dalam keluarga Wavelet orthogonal 

maka Daubechies juga memiliki sifat orthogonal tersebut. Selain itu, 

Wavelet Daubechies mempunyai sifat biorthogonal yang artinya 
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Daubechies termasuk dalam kategori biorthogonal Wavelet. Sifat tersebut 

memungkinkan Daubechies untuk menggunakan dua peran Wavelet 

sekaligus yakni sebagai fungsi analisis Wavelet dan fungsi sintesis 

Wavelet. 

Wavelet Daubechies juga bersifat compactly support yang berarty 

Daubechies tergolong jenis Wavelet yang mendukung dengan lengkap 

dalam mengkrontruksi peran Wavelet. Daubechies mengemas bentuk least 

assymetric dan memiliki tahap ekstremal. 

b. Memungkinkan transformasi wavelet diskrit dan kontinu 

Adanya sifat-sifat yang dimiliki Wavelet Daubechies, menjadi penyokong 

penggunaannya bukan hanya sekedar dalam tranformasi Wavelet diskrit 

namun juga dapat dimungkinkan untuk melakukan transformasi Wavelet 

kontinu.  

c. Jumlah vanishing moment untuk psi adalah N 

Vanishing moment penting karena jika sebuah Wavelet mempunyai m 

vanishing moment maka semua koefisien Wavelet dari satu atau beberapa 

polinomial dengan derajat m atau kurang akan sama dengan nol (Nason, 

2006). Indek dalam Daubechies juga menunjukkan jumlah dari vanishing 

moment yang dimiliki yaitu N. 

Berperan dalam menganalisa data dengan menggunakan transformasi 

orthonormal maka Daubechies didukung dengan filter skala dan filter 

Wavelet. Filter skala adalah filter low-pass dan filter Wavelet adalah filter 
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high-pass. Filter skala Daubechies, diberikan {𝑔𝑙: 𝑙 = 0, . . . , 𝐿 − 1} dengan L 

adalah bilangan bulat positif diberikan oleh (Percival,2000): 

𝒢(𝐷)(𝑓) ≡ 2𝑐𝑜𝑠𝐿(ð𝑓)∑ (
𝐿

2
− 1 + 𝑙

𝑙
) 𝑠𝑖𝑛2𝑙(ð𝑓),

𝐿

2
−1

𝑙=0     (2.11) 

sedangkan untuk filter Wavelet {ℎ𝑙: 𝑙 = 0, . . . , 𝐿 − 1} ditunjukkan oleh 

persamaan berikut: 

ℋ(𝐷)(𝑓) ≡ �2𝑠𝑖𝑛𝐿(ð𝑓)∑ (
𝐿

2
− 1 + 𝑙

𝑙
) 𝑐𝑜𝑠2𝑙(ð𝑓)

𝐿

2
−1

𝑙=0    (2.12) 

Filter Wavelet diatas dapat direpresentasikan bentuk lain dengan filter yang 

berbeda {𝑎0 = 1,𝑎1 = −1} dengan𝒟(𝑓) = 4𝑠𝑖𝑛𝐿(ð𝑓) menjadi: 

ℋ(𝐷)
(𝑓) = 𝒟

𝐿

2(𝑓)𝐴𝐿(𝑓),      (2.13) 

dengan, 𝐴𝐿(𝑓) ≡
1

2𝐿−1 ∑ (
𝐿

2
− 1 + 𝑙

𝑙
)

𝐿

2
−1

𝑙=0 𝑐𝑜𝑠2𝑙(ð𝑓)  

sedangkan untuk fungsi transfer {𝑔𝑙} juga perlu beda, namun hanya dalam 

fungsi fase yang ditunjukkan dalam bentuk polar. 

𝐺(𝑓) = [𝒢(𝐷)(𝑓)]
1

2𝑒𝑖è(𝐺)(𝑓).      (2.14)  

Menggunakan fungsi 𝒢(𝐷)(. ) dapat diperoleh semua kemungkinan yang ada 

pada {𝑔𝑙} yang dikenal dengan faktorisasi spektral dan dengan faktorisasi 

yang berbeda maka akan mendapatkan fungsi fase è(. ) yang berbeda 

(Percival, 2000).  
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Kemungkinan pertama dari faktorisasi  𝒢(𝐷)(. ) adalah korespondensi terhadap 

fase ekstremal. Jika filter skala fase ektremal diberikan oleh {𝑔
𝑙

(𝑒𝑝)
} dan filter 

korespondensi untuk faktorisasi lain dinyatakan oleh {𝑔𝑙} maka didapatkan 

hubungan keduanya, yaitu(Percival, 2000): 

∑𝑔𝑙
2 ≤ ∑[𝑔

𝑙

(𝑒𝑝)
]
2
,���𝑚 = 0, . . . , 𝐿 − 1

𝑚

𝑙=0

𝑚

𝑙=0

 

Filter skala fase ektremal Daubechies dengan lebar L dinyatakan sebagai filter 

skala D(L), dimana L= 2, 4, . . N yang dikenal dengan sebutan daublets. 

Kemungkinan kedua dari faktorisasi  𝒢(𝐷)(. ) adalah memunculkan sifat least 

assymmetric (LA) yang dengan L = 8,10, . . ., sifat ini juga dikenal dengan 

nama Symlet yang termasuk dalam kategori keluarga Wavelet orthogonal. 

2.6  Transformasi Orthonormal Runtun Waktu 

Penerapan Wavelet menggunakan proses transformasi diskrit yang bersifat 

orthonormal. Transformasi orthonormal merupakan suatu transformasi linier 

yang dapat digunakan untuk merekonstruksi ulang sebuah runtun waktu dan 

kemudian membangun ulang deretannya berdasarkan hasil transformasinya. 

Informasi yang dihasilkan dari data asli dan hasil transformasi adalah 

ekuivalen. Ini berarti proses transformasi hanya mengubah bentuk suatu deret 

tanpa menghilangkan informasi didalamnya. 

Transformasi orthonormal dapat digunakan untuk mengekspresikan ulang 

sebuah deret dalam bentuk standar untuk selanjutnya memanipulasi, 

mengurangi sebuah deret dan meringkas beberapa nilai yang menonjol 
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(kompresi) dan untuk menganalisa deret dalam mencari pola khusus yang 

menarik (analisis variansi) (Percival, 2000). Contoh penggunaan transformasi 

orthonormal adalah DFT (Discret Fourier Transform) dan TWD (Transformasi 

Wavelet Diskrit).  

Misalkan diberikan {𝑋𝑡�: 𝑡 = 0,1,…�� , 𝑁 − 1} merepresentasikan sebuah 

runtun waktu (𝑋𝑡�) dan sebuah matriks 𝒪 merupakan matriks berukuran N x N 

yang memenuhi sifat orthonormal yaitu 𝒪𝑇𝒪 = 𝐼𝑁, dengan 𝐼𝑁 adalah matriks 

identitas. Sifat keorthonormal juga menyatakan bahwa inverse (𝒪−1
) dari 

matriks 𝒪 merupakan transpose (𝒪𝑇
) dari matriks itu. Sehingga dapat dikatakan 

bahwa 𝒪−1𝒪 = 𝒪𝑇𝒪 = 𝐼𝑁. Proses dalam menganalisa runtun waktu (𝑋𝑡�) 

adalah dengan mengalikan (𝑋𝑡�) dengan matriks 𝒪, seperti berikut: 

𝑶 ≡ 𝒪𝑋 =

[
 
 
 

𝒪0
𝑇

𝒪1
𝑇

⋮
𝒪𝑁−1

𝑇 ]
 
 
 
𝑋 =

[
 
 
 

𝒪0
𝑇𝑋

𝒪1
𝑇𝑋
⋮

𝒪𝑁−1
𝑇 𝑋]

 
 
 
= [

〈𝑋, 𝒪0〉

〈𝑋, 𝒪1〉
⋮

〈𝑋, 𝒪𝑁−1〉

]��         

Dari persamaan di atas, 𝑶 menunjukkan sebagai hasil transformasi yang 

berisi koefisien-koefisien transformasi dari X dengan matrik orthonormal 𝒪 

membentuk sebuah transformasi orthonormal. Jika menggunakan kembali sifat 

𝒪𝑇𝒪 = 𝐼𝑁 maka dapat dilakukan persamaan sintesis untuk membangun ulang X 

dari koefisien transformasi 𝑶 berikut: 

𝑋 = 𝒪𝑇𝑶 = [𝒪0 𝒪1 … 𝒪𝑁−1] [

𝑶0

𝑶1

⋮
𝑶𝑁−1

] = ∑ 𝑶𝑗𝒪𝑗

𝑁−1

𝑗=0

= ∑〈𝑋,𝒪𝑗〉𝒪𝑗

𝑁−1

𝑗=0

 

Selain dapat merekonstruksi ulang dengan menggunakan hasil kali dalam, 

hal lain yang juga penting dalam transformasi orthonormal adalah energi yang 
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yang dihasilkan dari koefisien transform adalah sama dengan energi asli X. 

Transformasi yang dapat mempertahakan energi disebut sebagai isometrik 

(Percival, 2000). 

ℰ𝑶 = ‖𝑶‖2 = 𝑶𝑇𝑶 = (𝒪𝑋)𝑻𝒪𝑋 = 𝑋𝑇𝒪𝑇𝒪�″ = 𝑋𝑇𝑋 = ‖𝑋‖2 = ℰ𝑿 

2.7  Transformasi Wavelet 

Transformasi Wavelet adalah fungsi transfer (transform) yang digunakan 

untuk menguraikan data atau fungsi atau operator menjadi komponen frekuensi 

yang berbeda-beda dan kemudian mempelajarinya dengan resolusi yang 

disesuaikan dengan skalanya (Daubechies, 1992). Tujuan utama dari transformasi 

wavelet adalah mengubah sinyal input menjadi barisan bilangan real yang dikenal 

dengan koefisien Wavelet. Transformasi tersebut juga mampu mengubah fungsi 

atau sinyal ke dalam komponen frekuensi yang berbeda sehingga dari masing-

masing komponen tersebut dapat dianalisa sesuai dengan skalanya. 

Penggunaan transformasi Wavelet cukup luas, antara lain untuk analisis 

sinyal, citra dan kompresi data. Proses transformasi tersebut dapat 

mempertahankan informasi yang ada tanpa kehilangan sedikit pun informasi. Pada 

transformasi Wavelet, informasi dapat terlokalisasi pada waktu yang pendek, 

sangat berguna untuk analisis sinyal yang berubah secara cepat, atau sinyal non 

stationer. Transformasi Wavelet memetakan data dari domain waktu (data 

asli/input data vektor) ke domain Wavelet dan menghasilkan vektor yang 

mempunyai ukuran yang sama. Transformasi Wavelet ini mempunyai sifat linier. 

Transformasi Wavelet terbagi menjadi dua, yaitu transformasi Wavelet kontinu 
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atau continues Wavelet transform dan transformasi Wavelet diskrit atau discret 

Wavelet transform.  

Transformasi Wavelet kontinu merupakan metode Wavelet pertama yang 

menggali informasi secara multiskala dan kemudian menjelaskan Wavelet 

orthogonal Haar dapat digunakan untuk menyediakan penyokong atau dukungan 

alat secara teoritis dalam memahami Wavelet. Transformasi Wavelet kontinu 

diberikan oleh fungsi berikut ini. 

𝐹(𝑎, 𝑏) = ∫ 𝑓(𝑥)Ψ𝑎,𝑏(𝑥)𝑑𝑥�,
∞

−∞
      (2.15) 

dengan, Ψ𝑎,𝑏(𝑥) = |𝑎|
−1

2⁄ Ψ (
𝑥−𝑏

𝑎
) ,���𝑎, 𝑏𝜖ℝ�𝑑𝑎𝑛�𝑎 ≠ 0.  

Salah satu kelemahan dari transformasi Wavelet kontinu ini adalah 

representasi sinyal yang dihasilkan sering berlebihan (Jannus, 2003). 

Transformasi selanjutnya adalah transformasi Wavelet diskrit (DWT). DWT ini 

dapat digunakan untuk menerapkan aproksimasi barisan Wavelet orthogonal 

untuk suatu sinyal dan fungsi yang dinyatakan dengan:              

 𝑓(𝑡) = ∑ 𝐶𝑗,𝑘𝑘 𝜙𝑗,𝑘(𝑡) + ∑ 𝑑𝑗,𝑘Ψ𝑗,𝑘(𝑡) +𝑘 …+ ∑ 𝑑1,𝑘Ψ1,𝑘(𝑡)𝑘   (2.16) 

dimana 𝐶𝑗,𝑘 adalah koefisien fungsi skala pada level ke j. 𝑑𝑗,𝑘, adalah koefisien 

detail pada level ke j. 𝑑1,𝑘  adalah koefisien detail pada level pertama. 

Transformasi Wavelet diskrit merupakan salah satu cara yang dapat 

digunakan untuk menghitung koefisien dari aproksimasi barisan dari persamaan di 

atas. Transformasi Wavelet diskrit ini juga memiliki sifat transformasi 



40 
 

orthonormal linear yang digunakan dalan analisis runtun waktu {Xt}. Dengan 

sebuah deret runtun waktu X, dapat dilakukan transformasi Wavelet diskrit seperti 

berikut: 

Definisi 2.1 

X adalah vektor berdimensi N adalah elemen runtun waktu bernilai real, yaitu 

{𝑋𝑡: 𝑡 = 0,1, . . . , 𝑁 − 1} dengan N bilangan bulat kelipatan 2j atau 𝑁 =

2𝑗 �𝑑𝑒𝑛𝑔𝑎𝑛�𝑗 ≥ 0. 

Definisi 2.2 

Transformasi Wavelet diskrit pada level J0 dari X adalah transformasi 

orthonormal yang diberikan oleh 𝑾 = 𝑊𝑋, dengan W adalah koefisien dari 

DWT adalah matriks bernilai real ukuran NxN. Jika N =2j dan J0 = J dinamakan 

transformasi Wavelet penuh. 

Dari runtun waktu X dapat dilakukan pembentukan koefisien DWT per level yang 

dihasilkan dari perkalian matriks filter atas X sebagai berikut: 

𝑊𝑋 =

[
 
 
 
 
𝑊1

𝑊2

⋮
𝑊𝑗

𝑉𝑗 ]
 
 
 
 

𝑋 =

[
 
 
 
 
𝑊1𝑋
𝑊2𝑋

⋮
𝑊𝑗𝑋

𝑉𝑗𝑋 ]
 
 
 
 

=

[
 
 
 
 
𝑾𝟏

𝑾𝟐

⋮
𝑾𝒋

𝑽𝒋 ]
 
 
 
 

= 𝑾 

 

 

 



41 
 

dengan:  

𝑾 = vektor kolom dengan panjang N = 2j dengan elemen ke-n adalah koefisien 

DWT ke-n. Wj adalah colom yang berisi vektor dengan panjang 𝑁
2𝑗⁄  dan Vj 

berisi elemen koefisien terakhir dari W. 

𝑊= matriks bernilai riil dengan ukuran NxN. 

𝑋�= Data runtun waktu. 

Pembentukan Wavelet dari X yang diasumsikan memiliki sifat orthonormalitas, 

maka dapat membangun ulang X seperti berikut:  

𝑿 = 𝑊𝑇𝑾 = [𝑊1
𝑇 ,𝑊2

𝑇 , . . . , 𝑊𝑗
𝑇 ,𝑉𝑗

𝑇]

[
 
 
 
 
𝑾𝟏

𝑾𝟐

⋮
𝑾𝒋

𝑽𝒋 ]
 
 
 
 

= ∑𝑊𝑗
𝑇𝑾𝑗 + 𝑉𝑗

𝑇𝑽𝑗 ≡ ∑𝐷𝑗 + 𝑆𝐽

𝐽

𝑗=1

𝐽

𝑗=1

 

Dapat dinyatakan koefisien dari detail 𝐷𝑗 ≡ 𝑊𝑗
𝑇𝑾𝑗�, 𝑢𝑛𝑡𝑢𝑘�𝑗 = 1, . . . . , 𝐽 dan 

koefisien penghalus  𝑆𝐽 ≡ 𝑉𝑗
𝑇𝑽𝑗�, sehingga tranformasi dari X dapat ditulis: 

𝑿 = ∑ 𝐷𝑗 + 𝑆𝐽
𝐽
𝑗=1   

Persamaan di atas menggambarkan analisis multiresolusi (AMR) dari X, yaitu 

mendefinisikan deret X sebagai penjumlahan dari konstanta vector 𝑆𝐽 dan 

penjumlahan dari koefisien 𝐷𝑗 dengan 𝑗 = 1,2, . . . , 𝐽. AMR ini dapat menghasilkan  suatu 

resolusi frekuensi dan waktu secara bersamaan. AMR dirancang untuk memebrikan 

resolusi waktu yang baik dan resolusi frekuensi yang kurang baik  pada frekuensi tinggi 
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suatu sinyal, serta memberikan resolusi waktu yang kurang baik dan resolusi frekuensi 

yang baik pada frekuensi rendah suatu sinyal. 

 Pada dasarnya, DWT mengijinkan penguraian/dekomposisi ke dalam 

jumlah elemen aproksimasi (skala-tinggi, komponen frekuensi rendah) dan 

elemen detail (skala-rendah, komponen frekuensi tinggi) (Janus, 2003) yang 

sesuai berdasarkan proses analisis multiresolusi. Elemen aproksimasi dan elemen 

detail berhubungan dengan filter low-pass dan high-pass. Filter low-pass 

dihasilkan dari filter Wavelet ibu  dan filter high-pass dihasilkan dari filter 

Wavelet ayah.  

Hasil dari proses dekomposisi atau penguraian tersebut dapat digunakan 

untuk merekonstruksi ulang data asal. Kemudian, dengan menggunakan invers 

dari DWT dapat digunakan untuk mengembalikan data hasil transformasi ke data 

asli tanpa menghilangkan informasi yang ada.  

2.8 Jakarta Islamic Index (JII) 

 PT. Bursa Efek Indonesia bekerjasama dengan PT. Danareksa Investment 

Manajement (DIM) meluncurkan indeks saham yang dibuat berdasarkan syariah 

Islam yaitu Jakarta Islamic Index (JII). Indeks ini diharapkan mampu menjadi 

tolak ukur kinerja saham-saham yang berbasis syariah untuk lebih 

mengembangkan pasar modal syariah.  

Indeks merupakan suatu angka yang dibuat sedemikian rupa sehingga 

dapat dipergunakan untuk melakukan perbandingan antara kegiatan yang sama 

(produksi, ekspor, hasil penjualan, dan lain sebagainya) dalam dua waktu yang 



43 
 

berbeda (Supranto, 2008). Adapun saham adalah surat berharga yang 

menunjukkan kepemilikan terhadap suatu perusahaan. Masing-masing lembar 

saham biasanya mewakili suatu suara tentang segala hal dalam pengurusan 

perusahaan dan menggunakan suara tersebut dalam rapat tahunan perusahaan dan 

pembagian keuntungan (Hadi, 2013). Indeks harga saham adalah cerminan dari 

pergerakan harga saham untuk memberikan informasi kepada masyarakat 

mengenai perkembangan bursa saham yang semakin meningkatnya aktivitas 

perdagangan. 

Jakarta Islamic Index diluncurkan pada tanggal 3 Juli 2000. Setiap 

periodenya, saham yang masuk JII berjumlah 30 saham yang memenuhi kriteria 

syariah dan diperbarui tiap 3 bulan sekali. Penentuan kriteria saham yang 

memenuhi kriteria saham syariah melibatkan Dewan Pengawas Syariah PT DIM. 

Berdasarkan arahan Dewan Pengawas Syariah PT DIM, ada 4 syarat yang harus 

dipenuhi agar saham-saham tersebut dapat masuk ke JII (Suyomurti,2011), antara 

lain : 

1. Emiten tidak menjalankan usaha perjudian dan permainan yang 

tergolong judi atau perdagangan yang dilarang. 

2. Bukan lembaga keuangan konvensional yang menerapkan sistem 

riba, termasuk perbankan dan asuransi konvensional. 

3. Usaha yang dilakukan bukan memproduksi, mendistribusikan, dan 

memperdagangkan makanan/minuman yang haram. 
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4. Tidak menjalankan usaha memproduksi, mendistribusikan, dan 

menyediakan barang/jasa yang merusak moral dan bersifat 

mudharat. 

Selain filter syariah, saham yang masuk ke dalam JII harus melalui 

beberapa proses penyaringan (filter) terhadap saham listing (Suyomurti, 201), 

yaitu: 

1. Memilih kumpulan saham dengan jenis usaha utama yang tidak 

bertentangan dengan prinsip syariah dan sudah tercatat lebih dari 3 

bulan, kecuali termasuk dalam kapitalisasi besar. 

2. Memilih saham berdasarkan laporan keuangan tahunan atau tengah 

tahun berakhir yang memiliki rasio kewajiban terhadap aktiva 

maksimal sebesar 90%. 

3. Memilih 60 saham dari susunan saham di atas berdasarkan urutan 

rata-rata kapitalisasi pasar terbesar selama 1 (satu) tahun terakhir. 

4. Memilih 30 saham dengan urutan berdasarkan tingkat likuiditas 

rata-rata nilai perdagangan regular selama 1 (satu) tahun terakhir. 
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BAB III 

METODE PENELITIAN 

Bab III ini berisi tentang proses pelaksanaan penelitian ini, mulai dari jenis 

dan sumber data yang digunakan, populasi dan sampel, metodologi penelitian, alat 

pengolah data, metode analisis data dan flowchart analisis data. 

3.1 Jenis dan Sumber Data 

Penelitian ini menggunakan jenis data kuantitatif, yaitu data yang diukur 

dalam skala numerik atau angka. Data kuantitatif tersebut merupakan data runtun 

waktu. Data runtun waktu merupakan data yang disusun menurut waktu pada 

suatu variabel tertentu.  Data tersebut adalah data indeks harga saham penutupan 

harian. 

Penelitian ini menggunakan data sekunder, yaitu data yang telah dikumpulkan 

oleh lembaga pengumpul data serta dipublikasikan kepada masyarakat pengguna 

data. Data dalam penelitian ini adalah data saham JII (Jakarta Islamic Indeks) 

yang diperoleh dari www.yahoofinance.com pada 07 Februari 2016. 

3.2 Populasi dan Sampel 

Populasi yang digunakan dalam penelitian ini adalah saham-saham yang 

terdaftar dan tercatat dalam bursa efek Indonesia. Pemilihan sampel dalam 

penelitian ini menggunakan tehnik Purposive Sample. Sampel yang dipilih 

berdasarkan beberapa kriteria. 

http://www.yahoofinance.com/


46 
 

Kriteria yang digunakan adalah fokus penelitian ini adalah pada keuangan 

syariah sehingga dipilih saham yang berbasis pada ketentuan syariah. Selain itu 

adalah berkaitan dengan metode yang digunakan adalah metode Wavelet yang 

merupakan metode non parametrik dengan syarat jumlah data N = 2j. Sampel 

yang dipilih di penelitian ini adalah data saham penutupan harian JII pada tanggal 

2 Januari 2014 sampai dengan 22 Januari 2015 untuk digunakan sebagai 

pembentukan model serta estimasi.  

 

3.3 Metode Penelitian 

Penelitian ini menggunakan studi literatur, dimana penulis akan meneliti dan 

memahami beberapa sumber tertulis tentang metode Wavelet. Sumber yang 

digunakan berasal dari buku-buku, karya ilmiah, dan jurnal hasil penelitian 

sebelumnya, atau berbagai tulisan yang berkaitan dengan penelitian ini. Selain itu, 

akan dilakukan simulasi dengan program pengolah data dan interpretasi. 

Penelitian ini menggunakan program R versi 3.2.2. 

3.4 Alat Pengolah Data 

Penelitian ini juga melakukan uji data di  laboratorium komputer. Tujuan dari 

uji data tersebut yaitu  untuk mengadakan simulasi dan analisis data untuk kasus 

nyata dengan menggunakan bantuan software komputasi dan software R versi 

3.2.2. Software R 3.2.2 merupakan sistem analisis statistika yang relatif cukup 

lengkap. R juga digunakan peneliti untuk membantu proses penelitiannya untuk 

menganalisa data dengan metode Transformasi Wavelet Diskrit serta meramalkan. 

Program komputasi lainnya, digunakan untuk menguji kestationeritasan data.  
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3.5 Metode Analisis Data 

Metode analisis data yang digunakan dalam penelitian ini adalah Discret 

Wavelet Transform Daubechies. Langkah-langkah dalam menganalisa data 

sebagai berikut: 

1. Menentukan Ukuran Data 

Dalam DWT, disyaratkan data berukuran N= 2j dengan j merupakan 

bilangan non negatif. Untuk itu, perlu pemilihan data yang memenuhi 

syarat tersebut. 

2. Pemilihan Filter Wavelet 

Pada penelitian ini, digunakan filter Wavelet Daubechies atau yang lebih 

dikenal dengan Wavelet Ibu. Filter Wavelet ini berfungsi dalam proses 

smoothing data. 

3. Pemilihan Filter Skala 

Filter Skala Daubechies atau yang dikenal dengan Wavelet Ayah 

berfungsi dalam mencari detail data.  

4. Menghitung Koefisien Wavelet 

Langkah selanjutnya adalah menghitung koefisien Wavelet dengan 

menggunakan Algoritma Piramida. Penghitungan ini, adalah untuk 

mentransformasi data runtun waktu X dengan N = 2j ke dalam tingkatan 

level-level resolusi.  

5. Memilih Fungsi Thresholding. 

Selanjutnya, memasuki tahap estimasi dengan proses threshold. Langkah 

awal adalah memilih fungsi threshold yang digunakan, ada dua fungsi 
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yang dapat digunakan untuk proses thresholding yaitu hard thresholding 

dan soft thresholding. 

6. Pemilihan Parameter Thresholding 

Parameter thresholding (λ) merupakan salah satu yang menentukan 

tingkat kemulusan fungsi. Pemilihan parameter harus teliti agar fungsi 

optimal. Ada 2 jenis parameter yang biasa digunakan untuk 

mengestimasi, yaitu Global Thresholding yang memilih satu parameter λ 

untuk setiap level resolusi. Level dependent thresholding yaitu memilih 

parameter threshold di tiap-tiap level resolusinya. 

7. Mencari invers dari DWT yang telah dithresholding 

Pada langkah ini, menginverskan data yang telah dilakukan DWT lalu 

dithresholdkan untuk mengembalikan data ke bentuk aslinya.  

8. Pemilihan estimasi terbaik 

Model Wavelet terbaik dipilih dengan melihat nilai MSE yang paling 

terkecil. 

9. Peramalan  

Tahap terakhir yaitu meramalkan data harga saham harian dengan 

menggunakan model Wavelet terbaik yang dipilih berdasarkan nilai 

MSE-nya. 
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3.6  Flowchart 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Gambar 3.1 Flowchart Peramalan Harga Penutupan Saham 

MULAI 

INPUT DATA 

Filter Wavelet Daubechies 

Filter Skala Daubechies 

Menghitung Koefisien Wavelet 

Memilih Fungsi Thresholding 

Memilih Parameter Thresholding 

Menghitung Invers Hasil Thresholding 

SELESAI 

Peramalan 

Menghitung Nilai MSE 
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BAB IV 

Tranfomasi Wavelet Diskrit 

 Bab ini akan memaparkan tentang metode Transformasi Wavelet Diskrit 

untuk menganalisa data runtun waktu serta proses estimasi dengan menggunakan 

estimasi Thresholding untuk menghilangkan residual error. 

4.1. Transformasi Wavelet Diskrit 

Transformasi Wavelet Diskrit atau Dicret Wavelet Transform adalah suatu 

metode yang memetakan data dari domain waktu (data asli/input data vektor) 

ke domain Wavelet. Transformasi ini disyaratkan merupakan data integer dari 

2 atau 2 jN  , dengan j adalah bilangan asli.  

Transformasi ini akan menghasilkan koefisien-koefisien TWD yang 

bersifat detail dan smooth. Koefisien-koefisien ini diperoleh dari filter 

Wavelet yang digunakan. Koefisien yang bersifat detail diperoleh dari 

penggeseran filter Wavelet Ayah. Koefisien ini disebut juga dengan koefisien 

skala atau koefisien detail. Koefisien penghalus atau koefisien aproksimasi 

diperoleh dari penggeseran filter Wavelet Ibu. 

  Koefisien TWD dihasilkan melalui proses transformasi dari data runtun 

waktu X dengan mengalikan dengan sebuah matriks yang berukuran N x N 

matriks ini merupakan matriks orthonormal. Proses perkalian tersebut 

digunakan untuk menentukan koefisien TWD di setiap level. 
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𝑊𝑋 =

[
 
 
 
 
𝑊1

𝑊2

⋮
𝑊𝑗

𝑉𝑗 ]
 
 
 
 

𝑋 =

[
 
 
 
 
𝑊1𝑋
𝑊2𝑋

⋮
𝑊𝑗𝑋

𝑉𝑗𝑋 ]
 
 
 
 

=

[
 
 
 
 
𝑾𝟏

𝑾𝟐

⋮
𝑾𝒋

𝑽𝒋 ]
 
 
 
 

= 𝑾 

Keterangan, 

𝑾 = vektor kolom dengan panjang 𝑁 = 2𝑗 dengan elemen ke-n adalah 

koefisien TWD ke-n. 𝑾𝒋 adalah kolom yang berisi vektor dengan panjang 
𝑁

2𝑗 

dan  𝑽𝒋 berisi elemen koefisien terakhir dari 𝑾. 

𝑊 = matriks bernilai riil dengan ukuran. 

X = data runtun waktu. 

Proses transformasi di atas, menerapkan pola multiskala menggunakan 

algoritma piramida untuk menghitung koefisien TWD. Penghitungan koefisien 

TWD per level resolusi menggunakan algoritma piramida akan membagi data 

menjadi dua bagian yang sama besar (Mallat, 1920).  Selain itu, koefisien 

TWD tersebut juga digunakan untuk merekonstruksi ulang data runtun waktu 

X ke dalam domain Wavelet. 

4.1.1. Algoritma Piramida Level 1 

  Algoritma piramida level ini menghitung koefisien TWD pada 

level pertama. Transformasi awal ini bertujuan untuk mengurai data 

runtun waktu X menjadi koefisien 1W  dan 1V  yang sama besar. Masing-
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masing koefisien terdiri dari 
2

N
 koefisien Wavelet 1W  dan 

2

N
 koefisien 

skala 
1V . 

Tahap awal dari algoritma piramida ini, menggunakan persamaan 

2.10 sebagai filter Wavelet dan persamaan 2.14 sebagai filter skala. 

Kedua persamaan tersebut akan menghasilkan koefisien-koefisien 

sebagai berikut: 

1 1,0 1,1 1, 1
2

, ,...,
T

NW W W W


 
  

 

1 1,0 1,1 1, 1
2

, ,...,
T

NV V V V


 
  

 

Berdasarkan TWD, 𝑃1 adalah matriks orthonormal. Proses 

pembentukan koefisien 1W  dan 1V  serta penguraian X dapat dituliskan: 

𝒫1 = [
𝑊1

𝑉1
]𝑋 = [

𝑊1𝑋
𝑉1𝑋

] = [
𝑾𝟏

𝑽𝟏
] 

𝑋 = 𝑃1
𝑇 [

𝑾𝟏

𝑽𝟏
] = [𝑊1

𝑇 𝑉1
𝑇] [

𝑾𝟏

𝑽𝟏
] = 𝑊1

𝑇𝑾𝟏 + 𝑉1
𝑇𝑽𝟏 

Level awal diperoleh koefisien TWD pada level awal yaitu 

koefisien 1W  dan 1V . Koefisien 1W  bersifat smooth dan koefisien 1V  

bersifat detail. Algoritma berlanjut ke level kedua. 

4.1.2. Algoritma Piramida Level 2  

  Tahap kedua dari algoritma piramida ini sama dengan tahap awal. 

Tahap ini memproses 
1,{ }tV  dengan cara yang sama seperti sebelumnya 

ketika merubah { }tX  menjadi dua bagian yang sama besar. Sebelumnya, 

{ }tX diasumsikan sebagai rata-rata dari unit skala. Pada level kedua ini 



53 
 

1,{ }tV  yang diasumsikan sebagai rata-rata dari skala unit. Hal itu 

dikarenakan 
1,{ }tV  merupakan koefisien skala yang bersifat detail.  

  Level resolusi kedua ini akan menghasilkan dua deret baru yang 

berisi koefisien-koefisien Wavelet yaitu 
2,{ }tW dan 

2,{ }tV . Koefisien-

koefisien tersebut diperoleh dengan menggunakan filter sebagai berikut: 

  
1

2, 1,2 1 mod
20

L

t l Nt l
l

W hV


 


  

  
1

2, 1,2 1 mod
20

L

t l Nt l
l

V g V


 


  

 sedangkan koefisien-koefisien yang diperoleh pada level resolusi kedua 

ini yaitu: 

  
2 2,0 2,1 2,

4 1

, ,...,
T

NW W W W


 
  

 

  
2 2,0 2,0 2,

4 1

, ,...,
T

NV V V V


 
  

 

  Transformasi dari 
1,{ }tV  yang kemudian diperoleh koefisien 2W dan 

2V , dapat direpresentasikan dengan memisalkan 𝑊2 sebagai matriks 

berukuran 
4

n
 yang berisi koefisien Wavelet dan 𝑉2 sebagai matriks 

berukuran 
2

n
 yang berisi koefisien skala di level kedua. Transformasi 

1,{ }tV dapat dituliskan sebagai berikut: 

  [
𝑾𝟐

𝑽𝟐
] = [

𝑊2

𝑉2
]𝑽𝟏 = 𝑃2𝑽𝟏 
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𝑽𝟏 = 𝑃2
𝑇
[
𝑾𝟐

𝑽𝟐
] = [𝑊2

𝑇 𝑉2
𝑇] [

𝑾𝟐

𝑽𝟐
] = 𝑊2

𝑇𝑾𝟐 + 𝑉2
𝑇𝑽𝟐. 

Level resolusi kedua ini menguraikan koefisien 
1,{ }tV  dan 

diperoleh koefisien TWD 
2W dan 2V . Kedua koefisien tersebut dapat 

digunakan untuk merekonstruksi ulang kembali 
1,{ }tV . Algoritma 

piramida ini akan terus berlanjut sampai pada level resolusi ke 0J . 

4.1.3. Algoritma Piramida Level ke 
0J  

  Algoritma piramida terus berjalan sampai pada level terakhir yaitu 

level ke 
0J  dengan proses yang sama seperti level sebelumnya. 

Transformasi pada tahap ini juga memproses koefisien skala yang telah 

diperoleh dari level sebelumnya untuk mendapatkan koefisien Wavelet 

dan koefisien skala pada level terakhir. Koefisien yang diperoleh sebagai 

berikut: 

  
0 0 0 0

0

,0 ,1 ,
, ,...,

T

J J J NJ
J

W W W W
 

   
 

  
0 0 0 0

0

,0 ,1 ,
, ,...,

T

J J J NJ
J

V V V V
 

   
  

  Selain mendapatkan koefisien Wavelet dan koefisien skala, pada 

transformasi ke 0J ini dapat dilakukan rekonstruksi ulang data runtun 

waktu X dengan menggunakan koefisien-koefisien yang telah diperoleh. 

Data runtun waktu X dapat dikatakan sebagai berikut: 

  𝑋 = 𝑊𝑇𝑾 = ∑ 𝑊𝑗
𝑇𝑾𝒋 +𝐽

𝑗−1 𝑉𝐽0
𝑇𝑽𝑱𝟎 
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0

0
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J
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j

D S

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4.2. Estimasi Thresholding 

Thresholding merupakan proses estimasi noise atau gangguan yang 

dilakukan per level resolusi (Zhang, 2012). Pada estimasi thresholding akan 

dipilih sebuah nilai tertentu yang dinamakan nilai threshold. Nilai threshold 

ini digunakan untuk menentukan sebuah nilai x termasuk dalam sebuah sinyal 

atau noise. Nilai yang lebih besar daripada threshold akan dianggap sebagai 

sinyal sedangkan nilai yang lebih kecil daripada threshold akan dianggap 

sebagai noise atau gangguan (Zhang, 2012). 

Dimisalkan sebuah data runtun waktu membentuk model X A    yang 

kemudian dilakukan proses transformasi Wavelet diskrit. A adalah hasil 

estimasi dari data dan adalah   residual. Dengan menggunakan matriks 

orthonormal yang berisikan filter Wavelet 𝒲 serta 𝑾𝑗,𝑙 adalah koefisien TWD 

level ke-j elemen ke-l maka diperoleh: 

𝑾 = 𝑊𝑋 = 𝑊(𝐴 + ℰ) = 𝑊𝐴 + 𝑊ℰ = 𝑎 + 𝑒  

Dari persamaan di atas, dapat dikatakan bahwa 𝑾𝑗,𝑙 = 𝑎𝑗,𝑙 + 𝑒𝑗,𝑙 . 𝑎𝑗,𝑙 

adalah elemen ke–l pada level ke-j dari 𝑎 = 𝑊𝐴. 𝑒𝑗,𝑙 adalah elemen ke-l pada 
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level ke-j dari 𝑒 = 𝑊ℰ. Mengikuti pola dari persamaan analisis resolusi, untuk 

mengestimasi ( )tA  melalui proses thresholding dapat dilakukan sebagai 

berikut: 

𝐴(𝑡) = 𝑊𝑇𝑾(𝑡) = ∑𝑊𝑗
𝑇𝑾𝑗

(𝑡)
+ 𝑉𝑗

𝑇𝑽𝑗
(𝑡)

𝐽

𝑗=0

 

Persamaan di atas menyatakan penjumlahan dari koefisien detail dan 

koefisien aproksimasi yang merupakan gambaran dari analisis multiresolusi. 

Kemudian deret F merupakan jumlah dari konstanta vektor detail dan 

konstanta vektor aproksimasi. 

4.3. Fungsi Thresholding 

Pembentukan koefisien thresholding dapat dilakukan dengan 

menggunakan fungsi thresholding yang sesuai. Fungsi thresholding tersebut 

ada dua jenis yaitu fungsi Thresholding Lunak dan fungsi Thresholding Keras. 

Donoho dan Johnstone (1994) mendefinisikan fungsi thresholding sebagai 

berikut: 

1. Thresholding Keras 

Fungsi thresholding keras dinyatakan sebagai berikut: 

𝐻(𝑥) = {
0, 𝑥 𝑦𝑎𝑛𝑔 𝑙𝑎𝑖𝑛𝑛𝑦𝑎  

|𝑥|, 𝑥 ≥  𝜆
   

2. Thresholding Lunak 

Fungsi thresholding lunak dinyatakan sebagai berikut: 

 

,

( ) 0,

,

x x

S x x

x x

 



 

 


 
   
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Kedua fungsi sering digunakan untuk melakukan proses estimasi 

thresholding. Fungsi thresholding keras dikenal karena memiliki 

kediskontinuan dalam fungsi thresholdingnya sehingga nilai x yang berada di 

atas  diabaikan. Fungsi thresholding lunak biasa digunakan karena selalu 

kontinu, yang artinya nilai x yang berada di atas threshold  ikut dimasukkan 

dalam proses estimasi. Prinsip dalam fungsi thresholding lunak bahwa setiap 

noise mempengaruhi semua koefisien Wavelet. 

4.4. Parameter Thresholding 

Salah satu hal yang mempengaruhi tingkat kemulusan estimator adalah 

berdasarkan pemilihan parameter threshold. Jika ingin mendapatkan estimasi 

yang optimal maka harus memilih parameter yang juga optimal. Nilai 

threshold   yang terlalu kecil akan memberikan hasil estimasi yang masih 

kasar dan kurang mulus. Nilai threshold yang terlalu besar akan memberikan 

hasil estimasi yang sangat halus (Suparti, dkk:2009). 

Ada dua kriteria dalam pemilihan parameter yaitu memilih suatu nilai 

threshold yang digunakan untuk semua level resolusi atau disebut Global 

thresholding dan memilih suatu nilai threshold untuk setiap level resolusi atau 

disebut juga Level-dependent thresholding. Parameter yang termasuk dalam 

kategori Global thresholding yaitu Minimax threshold sedangkan parameter 

yang termasuk dalam Level-dependant thresholding adalah Adaptive 

threshold. 
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4.4.1. Minimax Threshold 

  Kriteria pertama dalam pemilihan parameter threshold adalah 

dengan memilih suatu nilai threshold 
j  yang akan digunakan pada 

semua level resolusi j. Salah satu jenis parameter yang termasuk dalam 

kriteria ini adalah parameter Minimax atau Minimax threshold. Minimax 

threshold dapat digunakan untuk mendapatkan hasil optimal baik dengan 

fungsi Thresholding Lunak atau fungsi Thresholding Keras.  

  Donoho dan Johnstone (1994) membuat tabel nilai Minimax 

threshold  M , N menunjukkan jumlah data dan M merupakan nilai 

threshold yang ditunjukkan sebagai berikut: 

Tabel 4.1. Nilai Minimax Threshold  

N M  N M  

2 0 512 2,048 

4 0 1024 2,232 

8 0 2048 2,414 

64 1,474 4096 2,594 

128 1,669 8192 2,773 

256 1,860 16384 2,952 
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4.4.2. Adaptive Threshold 

  Kriteria kedua untuk memilih parameter optimal adalah dengan 

memilih nilai threshold 
j di setiap level resolusi j atau dikenal dengan 

Level-dependant thresholding. Hal ini memungkinkan adanya perbedaan 

pada nilai 
j yang dipilih. Threshold optimal yang dapat digunakan 

adalah Adaptive threshold dengan mensyaratkan bahwa residual   tidak 

berdistribusi white noise. Adaptive threshold dikembangkan oleh 

Donoho dan Johnstone (1994) dengan menggunakan prinsip untuk 

meminimalkan Stein Unbiased Risk Estimator (SURE) di setiap level 

resolusinya. 

  Jika diketahui 
,j lW  merupakan himpunan koefisien detail dari 

transformasi Wavelet dengan jumlah anggota koefisien adalah L maka 

Adaptive threshold didefinisikan sebagai berikut: 

  0 ,arg min ( : )A

j lSURE W    

 dengan, 

  2

, , ,

1

( : ) 2.#{ :| | } ( | | )
L

j l j l j l

l

SURE W L l W W  


      

  Penggunaan Adaptive threshold pada estimasi thresholding hanya 

dapat digunakan dengan menggunakan fungsi Thresholding Lunak untuk 

menghasilkan hasil yang optimal. 
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BAB V 

STUDI KASUS 

Bab ini membahas tentang tahap-tahap metode Transformasi Wavelet diskrit 

pada data indeks harga saham Jakarta Islamic Index (JII). Data yang digunakan 

dalam penelitian ini merupakan data sekunder, yaitu data harian indeks harga saham 

JII periode 2 Januari 2014 sampai dengan 22 Januari 2015 untuk estimasi dan periode 

23 Januari 2015 sampai dengan 13 Februari 2015 untuk peramalan yang  diperoleh 

dari www.yahoofinance.com. 

5.1. Plot Data dan Uji Stationer 

Tahap awal dari proses pengujian adalah dengan melihat persebaran data 

dengan menggunakan plot data.  Menggunakan software E-views 7 diperoleh 

gambaran persebaran data sebagai berikut: 

 

Gambar 5.1. Plot data harga saham JII periode 2 Januari 2014 – 22 Januari 2015 
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Persebaran dari data menunjukkan adanya kecenderungan pergerakan yang 

bernilai lebih tinggi atau terlihat adanya pertumbuhan atau kenaikan indeks setiap 

periodenya seperti yang terlihat pada gambar 5.1. Berdasarkan gambar 5.1, plot 

data termasuk dalam kategori data trend naik sehingga dapat dikatakan data 

runtun waktu tersebut tidak stationer.  

 

5.2. Transformasi Wavelet Diskrit Daubechies  

Transformasi Wavelet Diskrit pada data saham JII ini menggunakan filter 

keluarga Wavelet Daubechies dengan memilih filter D4. Filter Wavelet 

Daubechis D4 yang digunakan sebagai berikut: 

0

1 3

4 2
h


 , 1

3 3

4 2
h

 
 , 2

3 3

4 2
h


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1 3

4 2
h

 
  

sedangkan filter skala Daubechies D4 sebagai berikut: 

0

1 3

4 2
g


 , 1

3 3

4 2
g


 , 2

3 3

4 2
g


 , 3

1 3

4 2
g


  

  Filter Wavelet dipergunakan untuk mencari koefisien Wavelet dan filter skala 

dipergunakan untuk mencari koefisien skala di setiap level atau tingkatan 

transformasi diskrit dengan Wavelet Daubechies.  
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Gambar 5.2. (a) Filter Wavelet Daubechies, dan (b) Filter Skala Daubechies. 

Berdasarkan jumlah data runtun waktu yaitu sebanyak 251 maka proses 

transformasi Wavelet diskrit menghasilkan 7 level atau tingkatan tranformasi. 

Pada setiap level transformasi, data mengalami proses downsampling dan 

upsampling  oleh filter Wavelet dan filter skala yang berfungsi untuk membagi 

data menjadi bagian yang smooth dan bagian yang detail. Kedua bagian ini 

digunakan untuk memperoleh koefisien-koefisien TWD. 

Pada level pertama didapatkan sebanyak 128 koefisien TWD, level kedua 

sebanyak 64 koefisien TWD, level ketiga sebanyak 32 koefisien, level keempat 

sebanyak 16 koefisien, level kelima sebanyak 8 koefisien, level keenam sebanyak 

4 koefisien dan level ketujuh menghasilkan 2 koefisien. Secara visual proses 

TWD ditunjukkan oleh gambar 6.3 di bawah ini.  
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Gambar 5.3. Transformasi Wavelet Diskrit dari data harga saham JII. 

5.3. Estimasi Thresholding dengan Parameter Minimax 

Estimasi thresholding ini, dilakukan pada koefisien TWD yang diperoleh di 

setiap level. Proses estimasi ini menggunakan parameter Minimax dengan nilai 

threshold sebesar M = 1,860 dikarenakan jumlah data sebanyak 256. Nilai 

threshold M  digunakan untuk semua level transformasi yang ada. Selain 

menentukan nilai threshold, estimasi TWD dengan  thresholding ini juga 

dipengaruhi oleh fungsi yang dipilih, yaitu fungsi thresholding lunak atau fungsi 

thresholding keras.  

Hasil dari estimasi dengan menggunakan parameter Minimax didapatkan 

bahwa pada kedua fungsi, yakni fungsi tresholding lunak dan thresholding keras 

mendapatkan hasil yang sama. Level pertama dengan fungsi thresholding lunak 
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dan thresholding keras merupakan yang paling baik digunakan untuk peramalan 

terlihat dari nilai MSEnya yang paling kecil diantara level-level lainnya yaitu 

7,625866 pada level pertama fungsi thresholding lunak dan 8,04978 pada level 

pertama fungsi thresholding keras. 

5.3.1. Fungsi Thresholding Lunak 

Hasil dari estimasi dengan menggunakan fungsi thresholding lunak 

dan parameter Minimax terlihat pada gambar 5.4. 
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Gambar 5.4. Grafik Data Aktual dan Data Estimasi Fungsi Thresholding Lunak dan 

Parameter Minimax 

Hasil dari level pertama merupakan yang paling mendekati dari data. Hal 

tersebut terlihat dari nilai MSEnya yaitu 7,625866 yang merupakan nilai terkecil 

dari semua level TWD yang ada. Menggunakan parameter Minimax threshold 

terlihat bahwa semakin tinggi level yang ada maka semakin banyak pula error 

pada hasil yang diperoleh. Seperti pada gambar 5.4 di atas yang memperlihatkan 

visual dari data dan hasil yang diperoleh. Semakin tinggi level, hasil yang 

diperoleh kurang mendekati dari data. 

Pada level kedua, nilai MSE yang diperoleh cenderung lebih besar 

dibandingkan level pertama yaitu sebesar 15,53315. Level ketiga dengan nilai 

MSE sebesar 20,07325. Level keempat dengan nilai MSE 22,7639. Level kelima 

dengan nilai MSE  23,71553. Level keenam dengan nilai MSE 24,69972 dan 
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terakhir level ketujuh dengan nilai MSE 25,33922. Perbandingan nilai MSE 

tersebut dalam dilihat dalam tabel 5.1 sebagai berikut: 

Tabel 5.1. Perbandingan Nilai Mean Square Error 

Level resolusi (j) MSE 

1 7,625866 

2 15,53315 

3 20,07325 

4 22,7639 

5 23,71553 

6 24,69972 

7 25,33922 

 

5.3.2. Fungsi Thresholding Keras 

 Hasil dari estimasi dengan menggunakan fungsi Thresholding Keras dan 

parameter Minimax pada gambar 5.5. 
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Gambar 5.5. Grafik Data Aktual dan Data Estimasi dengan Menggunakan Fungsi 

Thresholding Keras dan Parameter Minimax 
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Hasil yang diperoleh menggunakan fungsi Thresholding Keras hampir sama 

dengan menggunakan fungsi Thresholding Lunak. Level pertama merupakan 

yang paling mendekati data dengan nilai MSE terkecil dari semua level yang ada 

yaitu sebesar 8,049748. Namun, dengan fungsi Thresholding Keras hasil yang 

didapatkan di setiap level lebih variatif.  

Level kedua cenderung lebih besar nilai MSE yang didapatkan dari pada level 

pertama yaitu 15,05336. Level ketiga dengan nilai MSE sebesar 18,60989. Level 

keempat dengan nilai MSE sebesar 19,54177. Level kelima mendapatkan nilai 

MSE yang lebih baik dari level keempat yaitu 19,14938. Level keenam dengan 

nilai MSE 19,2042 dan level ketujuh sebesar 20,36967.  Perbandingan nilai MSE 

dapat dilihat dalam tabel 5.2 berikut ini. 

Tabel 5.2. Perbandingan Nilai Mean Square Error 

Level resolusi (j) MSE 

1 8,049748 

2 15,05336 

3 18,60989 

4 19,54177 

5 19,14938 

6 19,2042 

7 20,36967 
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5.4. Estimasi Thresholding dengan Parameter Adaptive  

Estimasi Thresholding dengan parameter Adaptive hanya memakai fungsi 

Thresholding Lunak. Uji coba dengan memakai fungsi Thresholding Keras 

didapatkan hasil yang sama (Terlampir). Parameter Adaptive akan menghitung 

nilai threshold di setiap level resolusi. Nilai threshold tersebut akan digunakan 

untuk proses estimasi dengan prinsip untuk meminimalkan SURE (Stein 

Unbiased Risk Estimator) Nilai threshold A  di setiap levelnya adalah sebagai 

berikut:  

Tabel 5.3. Nilai Threshold A  

Level resolusi (j) A  

Level 1 0,1865682 

Level 2 0,08310986 

Level 3 0,3612548 

Level 4 0,1231426 

Level 5 2,355405 

Level 6 18,48679 

Level 7 26,48031 

 



70 
 

Hasil estimasi dengan parameter Adaptive ditunjukkan oleh gambar 5.6 

sebagai berikut: 
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Gambar 5.6. Grafik Data Aktual dan Data Estimasi dengan Menggunakan Parameter 

Adaptive 

 Estimasi dengan parameter Adaptive ini, cenderung lebih baik. Hal tersebut 

dikarenakan nilai ambang yang dipilih di setiap level resolusi disesuaikan dengan 

prinsip stein unbiased risk estimator. Nilai ambang A  berpengaruh pada hasil 

estimasi yang didapatkan. Berdasarkan gambar 5.6, data aktual dan hasil estimasi 

cenderung sama.  

 Berdasarkan nilai MSEnya, level pertama resolusi merupakan hasil terbaik 

dari semua level dengan nilai MSE terkecil yakni sebesar 5,411025. Perbandingan 

analisis Mean Square Error dari setiap level resolusi ditunjukkan pada tabel 

berikut: 

Tabel 5.4. Perbandingan Nilai Mean Square Error  

Level Resolusi 

(j) 

MSE 

Level 1 5,411025 

Level 2 7,505909 

Level 3 8,00522 

Level 4 8,266949 

Level 5 8,125438 

Level 6 8,412513 

Level 7 102,7771 
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5.5. Pemilihan Model Terbaik 

Pada tahap ini, akan dibandingkan hasil analisis dari Parameter Minimax 

dengan hasil analisis Parameter Adaptive. Hasil perbandingan tersebut akan 

digunakan untuk menentukan model terbaik. Pemilihan model terbaik didapatkan 

dari hasil perbandingan Mean Square Error (MSE). Analisis yang menghasilkan 

nilai Mean Square Error terkecil akan menghasilkan model terbaik. 

1. Estimasi dengan menggunakan parameter Minimax dengan nilai M = 

1,860 dan fungsi Thresholding Lunak didapatkan model terbaik pada 

level resolusi pertama dengan nilai MSE sebesar 7,625866. 

2. Estimasi dengan menggunakan parameter Minimax dengan nilai M

=1,860 dan fungsi Thresholding Keras didapatkan model terbaik pada 

level resolusi pertama dengan nilai MSE sebesar 8,049748. 

3. Hasil estimasi dengan menggunakan parameter Adaptive dan fungsi 

Thresholding Lunak didapatkan model terbaik pada level resolusi 

pertama dengan nilai adalah 0,1865682 dan MSE sebesar 5,411025. 

Dari ketiga hasil analisis tersebut, dapat disimpulkan bahwa nilai Mean 

Square Error hasil analisis dengan fungsi Thresholding Lunak dan parameter 

Adaptive pada level resolusi pertama adalah yang paling terkecil. Sehingga 

estimasi dengan fungsi Thresholding Lunak dan parameter Adaptive merupakan 

model terbaik. 
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5.6. Prediksi Indeks Harga Saham Jakarta Islamic Index (JII) 

Berdasarkan hasil analisis dengan fungsi Thresholding Lunak dan parameter 

Adaptive pada level resolusi pertama, maka akan dilakukan prediksi terhadap 

nilai indeks harga saham harian Jakarta Islamic Index (JII) sebagai berikut: 

Tabel 5.5. Prediksi nilai indeks harga saham harian Jakarta Islamic Index 

Date Aktual Prediksi 

23-Jan-2015 716,72998 716,4009 

26-Jan-2015 705,429993 706,6582 

27-Jan-2015 707,710022 707,334 

28-Jan-2015 706,090027 706,0832 

29-Jan-2015 703,099976 703,6718 

30-Jan-2015 706,679993 705,592 

2-Feb-2015 701,5 702,3407 

3-Feb-2015 704,640015 703,842 

4-Feb-2015 708,719971 708,3638 

5-Feb-2015 700,400024 701,6126 

6-Feb-2015 711,52002 711,43 

9-Feb-2015 710,890015 710,3878 

10-Feb-2015 707,01001 707,511 
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11-Feb-2015 712,140015 711,4812 

12-Feb-2015 713,97998 714,7846 

13-Feb-2015 721,530029 720,5764 

 

Tabel di atas menjelaskan bahwa data hasil prediksi hampir mendekati data 

aktual. Secara grafik, data aktual dan data prediksi disajikan sebagai berikut: 

 

Gambar 5.7. Grafik Data Aktual dan Data Prediksi JII 

Gambar 5.7 di atas, berisi grafik data asli dan data prediksi saham JII dari tanggal 23 

Januari 2015 sampai 13 Februari 2015. Terlihat ada dua garis  hampir membentuk pola 

yang sama. Garis berwarna biru menunjukkan data prediksi sedangkan garis berwarna 

hitam menunjukkkan data asli. Dapat disimpulkan bahwa data prediksi dapat 

menggambarkan dan hampir mendekati data asli.  
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