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ABSTRAK 

Ketidakseimbangan kelas pada klasifikasi kebutuhan perangkat 

lunak dalam Agile User Story memerlukan evaluasi yang 

memperhatikan performa kelas mayoritas dan minoritas. Penelitian ini 

menganalisis strategi pembobotan pada Cross-Entropy dan Focal Loss 

menggunakan BERT-base-uncased. Dataset terdiri atas 10.006 user 

story berbahasa Inggris dengan delapan kelas, yaitu satu kelas functional 

requirements (FR) dan tujuh kategori non-functional requirements 

(NFR). Sepuluh konfigurasi dibentuk dari dua fungsi loss dan lima 

kondisi: tanpa pembobotan, static, inverse-frequency, serta class-

balanced weighting dengan beta 0,999 dan 0,9999. Static merupakan 

pengali loss seragam 0,25, sedangkan inverse-frequency dan class-

balanced menggunakan bobot berdasarkan frekuensi kelas pada data 

pelatihan. Parameter dasar mengikuti konfigurasi terbaik penelitian 

acuan dan dipertahankan sama. Macro F1 digunakan sebagai metrik 

utama, dilengkapi Accuracy, Weighted F1, Matthews Correlation 

Coefficient (MCC), metrik per kelas, dan confusion matrix. Cross-

Entropy dengan class-balanced beta 0,999 menghasilkan skor agregat 

tertinggi pada run yang diamati: Macro F1 0,8907, Accuracy 0,9341, 

Weighted F1 0,9344, dan MCC 0,8840. Focal Loss menghasilkan Macro 

F1 lebih tinggi daripada Cross-Entropy pada kondisi tanpa pembobotan 

dan inverse-frequency, sedangkan Cross-Entropy lebih tinggi pada 

static dan kedua kondisi class-balanced. Inverse-frequency mengurangi 

kesalahan NFR menjadi FR, tetapi meningkatkan kesalahan FR menjadi 

NFR. Hasil menunjukkan bahwa hubungan antara fungsi loss dan 

performa bergantung pada strategi pembobotan, dengan respons kelas 

yang tidak seragam. 

 

Kata kunci: Klasifikasi Kebutuhan Perangkat Lunak; BERT; Cross-

Entropy; Focal Loss; Strategi Pembobotan. 
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MOTTO 

 

 

 

”Yang menciptakan mati dan hidup, untuk menguji kamu, 

siapa di antara kamu yang lebih baik amalnya. Dan Dia 

Maha Perkasa, Maha Pengampun” 

 

Al-Mulk (67:2) 
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BAB I 

PENDAHULUAN 

A. Latar Belakang 

Persyaratan perangkat lunak tidak hanya menjelaskan fungsi yang 

harus disediakan oleh suatu sistem, tetapi juga atribut kualitas yang 

perlu dipenuhi ketika fungsi tersebut dijalankan. Atribut kualitas 

dinyatakan sebagai non-functional requirements (NFR), antara lain 

Compatibility, Maintainability, Performance, Portability, Reliability, 

Security, dan Usability. Dalam pengembangan Agile, kebutuhan lazim 

dituliskan secara ringkas dalam bentuk user story. Bentuk yang ringkas 

membantu komunikasi kebutuhan, tetapi informasi atribut kualitas tidak 

selalu dinyatakan melalui istilah yang eksplisit. (Gilson, Galster and 

Georis, 2019) menunjukkan bahwa atribut kualitas dalam user story 

dapat disampaikan secara implisit dan bahwa tingkat keberhasilan 

pengenalannya berbeda antar kategori. Kondisi tersebut menjadikan 

identifikasi NFR penting sekaligus menantang karena suatu teks perlu 

dipahami berdasarkan konteksnya, bukan hanya melalui pencocokan 

kata kunci. 

Pertambahan jumlah user story dalam kumpulan kebutuhan 

membuat penelaahan manual terhadap setiap teks sulit dipertahankan 

sebagai satu-satunya cara pengelompokan. Klasifikasi otomatis dapat 

membantu memisahkan functional requirements (FR) dan kategori NFR 

secara konsisten pada kumpulan data yang besar. Namun, klasifikasi 

tersebut bukan sekadar persoalan membedakan FR dari NFR. Pada tugas 

multikelas satu-label, model harus menetapkan satu dari beberapa kelas 

yang tersedia sehingga kesalahan dapat terjadi antara FR dan suatu 
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kategori NFR maupun antarkategori NFR. Kajian (Binkhonain and 

Zhao, 2019) juga memperlihatkan bahwa penelitian klasifikasi 

kebutuhan menggunakan sumber data, jumlah kategori, dan prosedur 

evaluasi yang beragam. Oleh karena itu, performa suatu pendekatan 

perlu dibaca sesuai dengan objek klasifikasi dan rancangan 

eksperimennya. 

Pendekatan klasifikasi kebutuhan berkembang dari algoritma 

pembelajaran mesin dengan fitur yang direkayasa secara manual menuju 

jaringan saraf dan model bahasa pre-trained. (Kurtanović and Maalej, 

2017), (Abad et al., 2017), serta (Canedo and Mendes, 2020) 

menunjukkan penggunaan representasi leksikal atau tekstual dengan 

algoritma klasik pada dokumen kebutuhan. Penelitian yang lebih dekat 

dengan konteks user story kemudian memanfaatkan representasi yang 

dipelajari dan transfer learning untuk mengenali atribut kualitas atau 

kebutuhan tertentu (Gilson, Galster and Georis, 2019; Casillo, Deufemia 

and Gravino, 2022). Perkembangan ini relevan karena model bahasa 

seperti BERT membentuk representasi kontekstual dan dapat 

disesuaikan untuk tugas klasifikasi melalui proses fine-tuning (Devlin et 

al., 2019). 

(Alhaizaey and Al-Mashari, 2025a) menyusun dataset berisi 

10.006 user story dengan delapan kelas yang terdiri atas FR dan tujuh 

kategori NFR. Pada dataset tersebut, FR mencakup 64,53% data, 

sedangkan setiap kategori NFR memiliki proporsi yang jauh lebih kecil. 

Menggunakan dataset yang sama, (Alhaizaey and Al-Mashari, 2025b) 

melakukan fine-tuning BERT, DistilBERT, RoBERTa, dan XLNet 

dengan Focal Loss serta Bayesian hyperparameter optimization. 

Penelitian tersebut menunjukkan kelayakan model bahasa pre-trained 
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untuk klasifikasi delapan kelas. Meskipun demikian, fokus utamanya 

adalah perbandingan beberapa model dan pencarian konfigurasi masing-

masing model, bukan perbandingan terarah antara Cross-Entropy dan 

Focal Loss dalam beberapa kondisi pembobotan pada satu model yang 

dipertahankan tetap. 

Distribusi kelas yang tidak seimbang perlu diperhatikan karena 

ukuran performa agregat dapat lebih banyak dipengaruhi oleh kelas 

berfrekuensi tinggi. Accuracy yang tinggi, misalnya, tidak dengan 

sendirinya menunjukkan bahwa kelas minoritas telah dikenali dengan 

baik (He and Garcia, 2009). Pada dataset penelitian ini, dominasi FR 

dapat menutupi perbedaan performa tujuh kategori NFR apabila 

evaluasi hanya bertumpu pada satu metrik agregat yang dipengaruhi 

jumlah contoh. Sebaliknya, kelas-kelas minoritas juga tidak dapat 

diasumsikan memiliki karakteristik dan respons yang seragam. 

Penilaian karena itu perlu menggabungkan metrik yang memberi 

kontribusi setara kepada setiap kelas dengan metrik agregat lain, hasil 

per kelas, dan pola kesalahan klasifikasi. 

Salah satu aspek pelatihan yang berkaitan dengan persoalan 

tersebut adalah cara menghitung kontribusi kesalahan model. Cross-

Entropy memberikan dasar umum untuk klasifikasi multikelas, 

sedangkan Focal Loss mengurangi kontribusi contoh yang telah 

diprediksi dengan baik agar perhatian relatif lebih besar diberikan 

kepada contoh yang sulit (Lin et al., 2017). Mekanisme Focal Loss 

berbeda dari pembobotan berdasarkan frekuensi kelas: tingkat kesulitan 

ditentukan oleh probabilitas prediksi, sedangkan inverse-frequency 

weighting dan class-balanced weighting mengubah kontribusi relatif 

kelas berdasarkan jumlah contohnya. Class-balanced weighting 
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menggunakan konsep effective number of samples, dan respons model 

terhadap parameter pembobotannya dapat berbeda menurut 

karakteristik data (Cui et al., 2019). Perbedaan mekanisme tersebut 

memberi alasan untuk menelaah loss function dan pembobotan secara 

terpisah maupun dalam kombinasinya, tanpa mengasumsikan sejak awal 

bahwa satu perlakuan akan selalu lebih baik. 

Penelitian (Alhaizaey and Al-Mashari, 2025b) menggunakan 

Focal Loss dengan alpha 0,25 dan gamma 2. Pada penerapan alpha 

sebagai satu skalar yang sama untuk seluruh contoh, seperti kondisi 

static dalam penelitian ini, alpha 0,25 hanya mengalikan setiap nilai loss 

dengan 0,25. Nilai loss per contoh dengan demikian menjadi seperempat 

dari nilai sebelum pengalian alpha, tetapi perbandingan relatif kontribusi 

antarcontoh dan antarkelas tetap sama. Penskalaan tersebut juga 

menskalakan gradien dan dapat memengaruhi dinamika optimisasi, 

sehingga tidak berarti bahwa hasil akhir pelatihan pasti identik. Namun, 

alpha seragam tidak secara khusus memberi perhatian lebih besar 

kepada kelas yang jumlah datanya lebih sedikit. Karena tugas penelitian 

mencakup delapan kelas dengan distribusi yang tidak seimbang, 

diperlukan pengujian pembobotan berbasis frekuensi setiap kelas 

melalui inverse-frequency weighting dan class-balanced weighting. 

Kedua strategi tersebut memungkinkan kontribusi relatif antarkelas 

berubah, berbeda dari alpha 0,25 yang diterapkan seragam. 

Berdasarkan ruang kajian tersebut, penelitian ini memusatkan 

perhatian pada perbandingan empiris sepuluh konfigurasi yang dibentuk 

dari Cross-Entropy dan Focal Loss dengan lima kondisi pembobotan, 

yaitu tanpa pembobotan, static, inverse-frequency, serta class-balanced 

weighting dengan beta 0,999 dan 0,9999. Istilah static pada penelitian 
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ini merujuk pada pengali loss seragam sebesar 0,25 untuk seluruh 

contoh, bukan pembobotan relatif antarkelas. BERT-base-uncased 

digunakan sebagai model tetap. Konfigurasi dasar direplikasi semirip 

mungkin dari parameter terbaik penelitian (Alhaizaey and Al-Mashari, 

2025b) melalui artikel, kode, dan konfigurasi model, kemudian tidak 

dioptimisasi ulang agar pengaruh konfigurasi loss dan pembobotan 

dapat diamati ketika faktor pelatihan lainnya dikendalikan sama. 

B. Rumusan Masalah 

Berdasarkan latar belakang yang telah diuraikan, rumusan 

masalah penelitian ini adalah sebagai berikut. 

1.  Bagaimana performa Cross-Entropy pada kondisi tanpa 

pembobotan, static, inverse-frequency, serta class-balanced 

weighting dengan beta 0,999 dan 0,9999 dalam klasifikasi delapan 

kelas Agile User Story menggunakan BERT-base-uncased? 

2. Bagaimana performa Focal Loss pada kondisi tanpa pembobotan, 

static, inverse-frequency, serta class-balanced weighting dengan 

beta 0,999 dan 0,9999 dalam klasifikasi delapan kelas Agile User 

Story menggunakan BERT-base-uncased? 

3. Bagaimana perbedaan performa Cross-Entropy dan Focal Loss pada 

kondisi pembobotan yang sama berdasarkan Macro F1 sebagai 

metrik utama serta Accuracy, Weighted F1, dan Matthews 

Correlation Coefficient sebagai metrik pelengkap? 

4. Bagaimana perubahan precision, recall, dan F1 kelas mayoritas FR 

serta tujuh kelas minoritas NFR pada sepuluh konfigurasi tersebut, 

dan bagaimana pola kesalahan klasifikasinya berdasarkan 

confusion matrix? 
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C. Batasan Masalah 

Untuk menjaga pembahasan tetap sesuai dengan rancangan 

eksperimen, penelitian ini dibatasi sebagai berikut. 

1. Penelitian menggunakan dataset sekunder berisi 10.006 user story 

berbahasa Inggris yang dijelaskan oleh (Alhaizaey and Al-

Mashari, 2025a) serta digunakan dalam penelitian klasifikasi 

(Alhaizaey and Al-Mashari, 2025b). Tugas penelitian berupa 

klasifikasi multikelas satu-label terhadap FR dan tujuh kategori 

NFR. 

2. Model yang digunakan dibatasi pada BERT-base-uncased. 

Eksperimen membandingkan Cross-Entropy dan Focal Loss dalam 

lima kondisi pembobotan, yaitu tanpa pembobotan, static, inverse-

frequency, serta class-balanced weighting dengan beta 0,999 dan 

0,9999.  

3.  Konfigurasi dasar direplikasi semirip mungkin dari parameter 

terbaik penelitian (Alhaizaey and Al-Mashari, 2025b), digunakan 

sama pada seluruh eksperimen, dan tidak dioptimisasi ulang untuk 

setiap kombinasi loss dan pembobotan. 

4. Data dibagi secara acak dan berstrata menjadi 80% training set dan 

20% evaluation set menggunakan seed 42. Setiap konfigurasi 

dijalankan satu kali, sedangkan evaluation set yang sama digunakan 

untuk pemilihan checkpoint dan pelaporan hasil tanpa test set 

independen. 

5. Macro F1 digunakan sebagai metrik utama dengan metrik agregat 

lain, hasil per kelas, dan confusion matrix sebagai pelengkap. 

Kesimpulan dibatasi pada dataset, pembagian data, model, dan 



7 

 

 

konfigurasi yang diuji serta tidak dimaksudkan sebagai bukti 

keunggulan universal atau signifikansi statistik. 

D. Tujuan Penelitian 

Penelitian ini bertujuan untuk: 

1. mendeskripsikan dan membandingkan performa Cross-Entropy 

pada kondisi tanpa pembobotan, static, inverse-frequency, serta 

class-balanced weighting dengan beta 0,999 dan 0,9999 dalam 

klasifikasi delapan kelas Agile User Story menggunakan BERT-

base-uncased; 

2. mendeskripsikan dan membandingkan performa Focal Loss pada 

kondisi tanpa pembobotan, static, inverse-frequency, serta class-

balanced weighting dengan beta 0,999 dan 0,9999 dalam klasifikasi 

delapan kelas Agile User Story menggunakan BERT-base-uncased; 

3. menganalisis perbedaan performa Cross-Entropy dan Focal Loss 

pada kondisi pembobotan yang sama berdasarkan Macro F1, 

Accuracy, Weighted F1, dan Matthews Correlation Coefficient; dan 

4. menganalisis perubahan precision, recall, dan F1 kelas mayoritas 

FR serta tujuh kelas minoritas NFR beserta pola kesalahan 

klasifikasinya berdasarkan confusion matrix pada sepuluh 

konfigurasi yang diuji. 

E. Manfaat Penelitian 

Manfaat yang diharapkan dari penelitian ini adalah memberikan 

bukti empiris mengenai perbedaan performa Cross-Entropy dan Focal 

Loss dalam lima kondisi pembobotan pada klasifikasi multikelas satu-

label terhadap FR dan tujuh kategori NFR. Bukti tersebut memperluas 

pembahasan studi acuan melalui perbandingan yang secara khusus 
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memusatkan perhatian pada loss function dan pembobotan dalam satu 

pipeline BERT yang dikendalikan tetap. Kemudain harapanya dapat 

memberikan gambaran mengenai perbedaan fungsi pengali static 

weighting, inverse-frequency weighting, dan class-balanced weighting 

dalam rancangan klasifikasi yang tidak seimbang. Hasil agregat dan 

analisis per kelas dapat menjadi bahan pertimbangan dalam merancang 

eksperimen lanjutan yang menilai pertukaran performa antara kelas 

mayoritas dan kelas minoritas, dengan tetap memperhatikan 

keterbatasan dataset dan protokol evaluasi penelitian ini. 
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BAB V 

PENUTUP 

A. Kesimpulan 

Berdasarkan hasil penelitian terhadap sepuluh konfigurasi BERT-

base-uncased, kelompok Cross-Entropy menghasilkan Macro F1 

sebesar 0,8705 pada konfigurasi tanpa pembobotan, 0,8822 pada static, 

0,8692 pada inverse-frequency, 0,8907 pada class-balanced weighting 

beta 0,999, dan 0,8801 pada class-balanced weighting beta 0,9999. 

CE_CB_999 menghasilkan nilai tertinggi dalam kelompok ini sekaligus 

pada seluruh konfigurasi yang diamati, dengan Macro F1 0,8907, 

Accuracy 0,9341, Weighted F1 0,9344, dan MCC 0,8840. 

Dibandingkan CE tanpa pembobotan, CE_CB_999 meningkatkan 

Macro F1 sebesar 0,0202 skor, sedangkan CE_IF menjadi satu-satunya 

kondisi dalam kelompok Cross-Entropy yang menghasilkan Macro F1 

lebih rendah daripada CE. 

Pada kelompok Focal Loss, Macro F1 yang dihasilkan adalah 

0,8743 pada konfigurasi tanpa pembobotan, 0,8819 pada static, 0,8801 

pada inverse-frequency, 0,8852 pada class-balanced weighting beta 

0,999, dan 0,8779 pada class-balanced weighting beta 0,9999. Keempat 

kondisi pembobotan tersebut menghasilkan Macro F1 lebih tinggi 

daripada FL tanpa pembobotan, dengan nilai tertinggi pada 

FL_CB_999. Namun, FL_S menghasilkan Accuracy dan Weighted F1 

tertinggi dalam kelompok Focal Loss, sedangkan MCC FL_S dan 

FL_CB_999 hampir sama. Dengan demikian, konfigurasi dengan 

Macro F1 tertinggi tidak selalu menempati urutan tertinggi pada metrik 

pelengkap. 
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Perbandingan pada kondisi pembobotan yang sama menunjukkan 

bahwa Focal Loss menghasilkan Macro F1 lebih tinggi daripada Cross-

Entropy pada kondisi tanpa pembobotan dan inverse-frequency, masing-

masing dengan selisih 0,0037 dan 0,0110 skor. Cross-Entropy 

menghasilkan Macro F1 lebih tinggi pada kondisi static serta class-

balanced weighting beta 0,999 dan 0,9999, masing-masing dengan 

selisih 0,0003, 0,0055, dan 0,0022 skor. Oleh karena itu, hasil yang 

diamati tidak menunjukkan bahwa salah satu loss function selalu lebih 

tinggi pada seluruh kondisi pembobotan. Kondisi static pada kedua loss 

function merupakan pengali loss seragam sebesar 0,25 yang tidak 

mengubah kontribusi relatif antarkelas, sehingga hasilnya tidak dapat 

ditafsirkan sebagai bukti efektivitas pembobotan kelas seperti pada 

inverse-frequency dan class-balanced weighting. Macro F1 yang 

digunakan sebagai metrik utama dalam tesis ini juga tidak disamakan 

dengan Weighted F1 yang dilaporkan oleh artikel acuan. 

Kelas mayoritas FR mempertahankan F1 tertinggi di antara 

delapan kelas pada seluruh konfigurasi, dengan rentang 0,9570–0,9675, 

sedangkan tujuh kelas NFR menunjukkan respons yang berbeda-beda 

terhadap konfigurasi. CE_CB_999 meningkatkan F1 seluruh kelas NFR 

dibandingkan CE dan menghasilkan F1 tertinggi pada PO, SE, dan US, 

tetapi konfigurasi lain menghasilkan F1 tertinggi pada CM, MN, PE, 

dan RL. Pada inverse-frequency weighting, jumlah kesalahan NFR→FR 

berkurang, tetapi kesalahan FR→NFR meningkat; perubahan ini 

tampak pada menurunnya recall FR serta meningkatnya recall tetapi 

menurunnya precision US, sehingga F1 US pada CE_IF dan FL_IF 

justru menurun. Pertukaran FR–US menjadi pola kesalahan paling 

menonjol, disusul FR–SE. CE_CB_999 mencatat total kesalahan paling 
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sedikit, yaitu 132 dari 2.002 contoh, serta kesalahan antarkelas NFR 

paling sedikit, yaitu 44 contoh. Temuan tersebut menunjukkan bahwa 

perubahan performa kelas mayoritas dan minoritas melibatkan 

pertukaran precision–recall yang tidak seragam dan tidak seluruhnya 

tercermin oleh satu metrik agregat. 

Seluruh kesimpulan tersebut bersifat deskriptif untuk hasil yang 

diamati. Setiap konfigurasi dijalankan satu kali dengan seed 42 

menggunakan parameter dasar yang sama, sedangkan evaluation set 

yang sama digunakan untuk pemilihan checkpoint sekaligus pelaporan 

hasil. Oleh karena itu, perbedaan skor tidak menunjukkan signifikansi 

statistik, kestabilan lintas seed, ataupun keunggulan universal suatu 

konfigurasi. 

B. Saran 

Berdasarkan temuan dan keterbatasan penelitian, penelitian 

selanjutnya disarankan memisahkan data untuk pemilihan checkpoint 

dan pengujian akhir, misalnya melalui validation set dan test set 

independen. Pengujian pada pembagian data lain atau melalui prosedur 

validasi yang sesuai juga diperlukan untuk menilai apakah pola 

performa antarkonfigurasi tetap muncul pada data yang tidak digunakan 

dalam proses pemilihan model. 

Setiap konfigurasi juga perlu dijalankan menggunakan beberapa 

seed. Hasil pengulangan dapat dilaporkan dalam bentuk ukuran 

pemusatan dan variasi serta, jika sesuai dengan rancangan analisis, diuji 

menggunakan metode statistik yang tepat. Langkah ini diperlukan untuk 

menilai kestabilan hasil dan membedakan pola yang konsisten dari 

variasi antar-run. 



86 

 

 

Cakupan pengujian dapat diperluas ke dataset Agile User Story 

lain, distribusi kelas yang berbeda, dan model bahasa selain BERT-base-

uncased. Perluasan tersebut dapat digunakan untuk menilai apakah pola 

hubungan antara loss function, pembobotan, dan performa kelas 

mayoritas–minoritas juga ditemukan pada kondisi yang berbeda. 

HPO dapat dilakukan secara terpisah untuk setiap kombinasi loss 

function dan kondisi pembobotan dengan ruang pencarian, anggaran 

komputasi, metrik pemilihan, dan prosedur evaluasi yang setara. 

Penelitian lanjutan juga dapat mengeksplorasi nilai beta class-balanced 

weighting yang lebih luas serta parameter Focal Loss. Rancangan ini 

perlu dibedakan dari penelitian sekarang yang menggunakan parameter 

dasar yang sama untuk seluruh konfigurasi agar pengaruh perubahan 

loss function dan pembobotan dapat dibandingkan dalam kondisi yang 

dikendalikan. 

Selain itu, keluaran prediksi individual perlu disimpan bersama 

teks, label aktual, dan label prediksi. Data tersebut memungkinkan 

analisis kesalahan pada tingkat contoh untuk menelusuri karakteristik 

linguistik atau konteks semantik pada pertukaran FR–US, FR–SE, dan 

kesalahan antarkelas NFR, yang belum dapat dijelaskan hanya melalui 

metrik dan confusion matrix agregat. 
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