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ABSTRAK

Klasifikasi kebutuhan perangkat lunak pada agile user story
menghadapi distribusi kelas tidak seimbang karena jumlah functional
requirements (FR) lebih besar daripada setiap kategori non-functional
requirements (NFR). Penelitian ini mengevaluasi BERT-base-uncased
dengan Inverse-Frequency Weighted Focal Loss untuk klasifikasi satu
kelas FR dan tujuh kategori NFR. Dataset terdiri atas 10.006 user story
berbahasa Inggris yang dibagi secara berstrata menjadi 8.004 data
training, 1.001 data validation, dan 1.001 data test menggunakan seed
42. Bobot kelas dihitung dari frekuensi pada training set dan
dinormalisasi sehingga jumlah bobot delapan kelas sama dengan
delapan. Focal Loss menggunakan gamma 2. Hyperparameter
optimization berbasis grid search menguji learning rate 2e-5, 3e-5, dan
5e-5 serta batch size 16 dan 32. Konfigurasi dan checkpoint dipilih
berdasarkan Macro F1 pada validation set, kemudian konfigurasi
terpilih dilatih ulang dari BERT dasar dan dievaluasi pada fest set
independen. Learning rate 2e-5 dan batch size 32 memperoleh
validation Macro F1 tertinggi sebesar 0,8913. Evaluasi fest
menghasilkan Accuracy 0,9351, Weighted F1 0,9358, Macro F1 0,9027,
dan Matthews Correlation Coefficient 0,8875. F1 per kelas berada pada
rentang 0,8323-0,9639; FR memperoleh F1 tertinggi dan Usability
terendah. Dari 65 kesalahan, 32 data FR diprediksi sebagai NFR, 14 data
NFR diprediksi sebagai FR, dan 19 data NFR diprediksi sebagai
kategori NFR lain. Kesalahan dua arah terbesar terjadi pada pasangan
FR—Usability dan FR—Security. Hasil menunjukkan performa empiris
pipeline pada dataset dan konfigurasi yang digunakan.

Kata kunci: BERT; Focal Loss; inverse-frequency weighting;
klasifikasi kebutuhan perangkat lunak; non-functional requirements.
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“Ketahuilah, sesungguhnya kehidupan dunia itu hanyalah

permainan dan senda gurauan,

perhiasan dan saling

berbangga di antara kamu serta berlomba dalam kekayaan
dan anak keturunan, seperti hujan yang tanam-tanamannya
mengagumkan para petani; kemudian (tanaman) itu menjadi
kering, dan kamu lihat warnanya kuning kemudian menjadi
hancur. Dan di akhirat (nanti) ada azab yang keras dan
ampunan dari Allah serta keridaan—-Nya. Dan kehidupan
dunia tidak lain hanyalah kesenangan yang palsu.”

Al-Hadid (57:20)
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BAB I
PENDAHULUAN

A. Latar Belakang

Kebutuhan perangkat lunak menjadi dasar dalam menentukan
fungsi, batasan, dan kualitas sistem yang akan dikembangkan.
Kebutuhan fungsional atau functional requirements (FR) menjelaskan
fungsi serta layanan yang harus disediakan, sedangkan non-functional
requirements (NFR) berkaitan dengan karakteristik kualitas dan batasan
yang menyertai pelaksanaan fungsi tersebut. NFR seperti Security,
Performance, Reliability, dan Usability dapat memengaruhi keputusan
arsitektur serta penerimaan pengguna. Meskipun penting, batas antara
FR dan NFR tidak selalu dinyatakan secara tegas dan konsep NFR
sendiri memiliki persoalan definisi serta klasifikasi (Glinz, 2007).

Dalam pengembangan agile, kebutuhan sering didokumentasikan
sebagai user story. Bentuk ini membantu menyampaikan kebutuhan
secara ringkas dari sudut pandang pengguna, tetapi atribut kualitas dapat
dinyatakan secara eksplisit maupun tersirat. (Gilson, Galster and Georis,
2019) menunjukkan bahwa informasi atribut kualitas dalam user story
tidak selalu dapat dikenali melalui kata kunci. Kajian (Raharjana,
Siahaan and Fatichah, 2021) serta (Amna and Poels, 2022) juga
memperlihatkan  berkembangnya penggunaan natural language
processing pada user story, disertai tantangan berupa keterbatasan
dataset, variasi data, dan proses evaluasi.

Klasifikasi manual terhadap kumpulan kebutuhan yang besar

memerlukan waktu dan konsistensi penelaahan. Oleh sebab itu, berbagai



penelitian mengembangkan klasifikasi otomatis FR dan NFR
menggunakan machine learning. Pendekatan awal banyak
menggunakan fitur leksikal, sintaktis, Bag of Words, atau TF-IDF
bersama algoritma klasik (Kurtanovi¢ and Maalej, 2017; Canedo and
Mendes, 2020). Perkembangan deep learning dan pretrained language
model memungkinkan teks direpresentasikan secara kontekstual dengan
ketergantungan lebih kecil pada rekayasa fitur manual.

Klasifikasi otomatis pada penelitian ini diposisikan sebagai alat
bantu analisis, bukan pengganti penilaian manusia. Prediksi dapat
membantu menyaring dan mengelompokkan backlog sebelum
pemeriksaan analis. Namun, kebutuhan kualitas yang salah diprediksi
sebagai FR dapat luput dari perhatian, sedangkan FR yang salah
diprediksi sebagai NFR dapat menambah beban pemeriksaan.
Konsekuensi tersebut membuat analisis per kelas dan arah kesalahan
sama pentingnya dengan skor agregat.

Bidirectional Encoder Representations from Transformers
(BERT) merupakan pretrained language model berbasis Transformer
encoder yang membentuk representasi bidirectional dari konteks token
(Devlin et al., 2019). Kemampuan fine-tuning memungkinkan BERT
disesuaikan untuk klasifikasi teks dengan menambahkan classification
head. Dalam konteks kebutuhan perangkat lunak, model seperti BERT
relevan karena suatu atribut kualitas dapat bergantung pada hubungan
antarkata dan keseluruhan konteks kalimat.

(Alhaizaey and Al-Mashari, 2025b) mengevaluasi BERT,
DistilBERT, RoBERTa, dan XLNet untuk klasifikasi FR serta tujuh
kategori NFR pada agile user story. Penelitian tersebut menggunakan

dataset 10.006 user story dengan delapan kelas, yaitu FR, Compatibility,



Maintainability, Performance, Portability, Reliability, Security, dan
Usability. Artikel pendamping menjelaskan bahwa dataset disusun dari
beberapa sumber akademik dan repositori serta melalui proses pelabelan
dan tinjauan ahli (Alhaizaey and Al-Mashari, 2025a).

Penelitian acuan menunjukkan kelayakan pretrained language
model untuk tugas tersebut, tetapi pertanyaan lanjutan dapat dipersempit
pada perilaku satu pipeline dan protokol evaluasinya. Perbandingan
banyak arsitektur menjawab pilihan model, sedangkan evaluasi variasi
fine-tuning pada satu model menjawab konfigurasi mana yang dipilih
dalam ruang tertentu dan bagaimana kesalahannya tersebar. Penelitian
ini mengambil arah kedua agar proses pemilihan dan hasil per kelas
dapat dibahas lebih rinci.

Dataset tersebut memiliki distribusi yang tidak seimbang. FR
mencakup 6.457 data atau 64,53%, sedangkan 3.549 data lain tersebar
pada tujuh kelas NFR. Kelas NFR terkecil, Maintainability, hanya
memiliki 379 data, sedangkan Usability memiliki 780 data.
Ketidakseimbangan dapat membuat kelas dengan jumlah lebih besar
lebih sering berkontribusi terhadap pembaruan parameter model.
Namun, kesulitan klasifikasi tidak hanya ditentukan oleh frekuensi
karena tumpang tindih karakteristik, variasi teks, dan kualitas label juga
berpengaruh (He and Garcia, 2009; Krawczyk, 2016).

Penanganan class imbalance dapat dilakukan pada tingkat data
atau algoritma. Pendekatan tingkat data mengubah distribusi
menggunakan  oversampling atau undersampling, sedangkan
pendekatan tingkat algoritma mengubah kontribusi contoh pada fungsi
objektif (Johnson and Khoshgoftaar, 2019). Penelitian ini menggunakan

pendekatan tingkat algoritma berupa Inverse-Frequency Weighted



Focal Loss. Bobot inverse-frequency memberi kontribusi relatif lebih
besar kepada kelas dengan frekuensi lebih kecil. Focal Loss
menurunkan kontribusi contoh yang mudah diprediksi melalui faktor
yang bergantung pada probabilitas kelas aktual (Lin et al., 2017).
Penggabungan keduanya membuat loss dipengaruhi oleh frekuensi kelas
dan tingkat kesulitan contoh.

Pendekatan tersebut dipilih karena kedua mekanisme bekerja pada
sisi yang berbeda. Inverse-frequency weighting ditentukan sebelum
training berdasarkan distribusi label, sedangkan focal factor berubah
untuk setiap contoh mengikuti keluaran model. Sebuah contoh dari kelas
berfrekuensi kecil memperoleh class weight lebih besar, tetapi
kontribusi akhirnya tetap dipengaruhi oleh tingkat keyakinan prediksi.
Sebaliknya, contoh dari kelas mayoritas tidak selalu diabaikan karena
contoh yang sulit masih dapat menghasilkan focal factor relatif besar.
Hubungan ini menjadikan pipeline layak dievaluasi pada data multikelas
yang tidak seimbang, tetapi tidak secara otomatis menjamin peningkatan
performa.

Performa  fine-tuning BERT juga  dipengaruhi oleh
hyperparameter. Learning rate menentukan besar pembaruan parameter,
sedangkan batch size menentukan jumlah contoh dalam satu langkah
training. (Devlin ef al., 2019) menggunakan beberapa learning rate dan
batch size dalam prosedur fine-tuning BERT. Penelitian ini
mengadaptasi ruang tersebut secara terarah dengan menguji learning
rate 2e-5, 3e-5, dan 5e-5 serta batch size 16 dan 32. Enam kombinasi
dievaluasi pada validation set dan konfigurasi dipilih berdasarkan

Macro F1.



Pemilihan ruang yang terbatas merupakan kompromi antara
kebutuhan eksplorasi dan biaya komputasi. Penelitian tidak berusaha
menemukan semua kemungkinan konfigurasi BERT. Sebaliknya,
pencarian diarahkan pada nilai yang memiliki dasar dari prosedur fine-
tuning model aslinya dan dapat dijalankan secara konsisten pada sumber
daya yang tersedia. Dengan membatasi pencarian pada dua
hyperparameter, hubungan antara konfigurasi dan hasil lebih mudah
ditelusuri, sedangkan parameter lain dipertahankan sama.

Macro F1 digunakan karena menghitung rata-rata F1 dengan
kontribusi yang sama dari setiap kelas. Pada data tidak seimbang,
Accuracy dan Weighted F1 dapat lebih banyak dipengaruhi kelas
dengan support besar. Penggunaan Macro F1 tidak menggantikan metrik
lain, sehingga penelitian juga melaporkan Accuracy, Weighted F1,
Matthews Correlation Coefficient (MCC), Precision, Recall, F1 setiap
kelas, serta confusion matrix (Sokolova and Lapalme, 2009; Jurman,
Riccadonna and Furlanello, 2012).

Pemisahan validation dan test juga menjadi bagian penting dari
rancangan. Validation set digunakan ketika model masih berada dalam
proses pemilihan, sedangkan test set baru digunakan setelah konfigurasi
dan checkpoint ditetapkan. Pemisahan fungsi tersebut memberikan
gambaran performa akhir pada data yang tidak ikut menentukan pilihan
model. Selain nilai agregat, evaluasi per kelas dan arah kesalahan
diperlukan karena dua model dengan Accuracy yang serupa dapat
menghasilkan pola kesalahan yang berbeda pada kelas NFR.

Dataset penelitian dipilih dengan pertimbangan kesinambungan
metodologis. Objek, skema label, dan distribusi yang sama dengan

penelitian (Alhaizaey and Al-Mashari, 2025b) memungkinkan pipeline



BERT yang ditetapkan dievaluasi tanpa mencampurkan perubahan
tersebut dengan pergantian domain atau taksonomi. Dataset juga
menyediakan jumlah data yang lebih besar daripada sejumlah penelitian
user story terdahulu dan secara langsung mendukung tugas klasifikasi
satu kelas FR serta tujuh kategori NFR.

Penelitian ini karena itu membatasi klaim pada dataset, pembagian
data, model, dan konfigurasi yang digunakan. Fokusnya bukan
membuktikan bahwa setiap komponen pipeline lebih unggul daripada
alternatif lain. Penelitian mengevaluasi enam konfigurasi learning rate
dan batch size pada validation set, menilai konfigurasi terpilih pada test
set independen, dan menganalisis pola kesalahan antara FR dan tujuh
kelas NFR. Dengan fokus tersebut, kontribusi penelitian terletak pada
proses yang jelas, pemisahan fungsi validation dan test, pelaporan per
kelas, serta pembahasan hasil yang dapat diaudit.

Kebutuhan akan evaluasi semacam ini muncul karena satu skor
agregat belum cukup untuk menjelaskan perilaku model pada delapan
kelas. Pipeline dapat menghasilkan nilai Accuracy tinggi karena
sebagian besar data berasal dari FR, sementara beberapa kategori NFR
tetap sulit dikenali. Sebaliknya, peningkatan perhatian terhadap kelas
berfrekuensi kecil dapat disertai kesalahan FR menjadi NFR. Analisis
confusion matrix diperlukan untuk mengetahui arah pertukaran tersebut
dan melengkapi interpretasi Macro F1.

Celah yang ditangani penelitian bukan ketiadaan metode
klasifikasi NFR, melainkan kebutuhan akan evaluasi terarah dan dapat
ditelusuri pada kombinasi BERT, inverse-frequency weighting, dan
Focal Loss dengan pemisahan validation serta test. Hasilnya diharapkan

memberi gambaran yang cukup rinci untuk menilai pipeline pada dataset



yang dipilih sekaligus menunjukkan aspek yang masih memerlukan

pengujian lanjutan.

B. Rumusan Masalah
Berdasarkan latar belakang tersebut, rumusan masalah penelitian
adalah sebagai berikut.

1. Bagaimana performa enam konfigurasi learning rate dan batch size
BERT-base-uncased dengan Inverse-Frequency Weighted Focal
Loss pada validation set?

2. Bagaimana performa konfigurasi terpilih pada test set berdasarkan
Macro F1, Accuracy, Weighted F1, MCC, serta Precision, Recall,
dan F1 setiap kelas?

3. Bagaimana pola kesalahan klasifikasi antara kelas mayoritas FR dan

tujuh kelas NFR pada test set?

C. Batasan Masalah

Penelitian dibatasi agar metode, hasil, dan kesimpulannya tetap
sesuai dengan eksperimen yang dilakukan. Batasan penelitian adalah
sebagai berikut.

1. Data penelitian dibatasi pada 10.006 agile user story berbahasa
Inggris dengan satu kelas FR dan tujuh kategori NFR dari dataset
(Alhaizaey and Al-Mashari, 2025a, 2025b).

2. Model dibatasi pada BERT-base-uncased dengan pipeline Inverse-
Frequency Weighted Focal Loss. Hyperparameter yang dicari
hanya learning rate dan batch size pada enam kombinasi yang telah

ditetapkan.



3. Evaluasi menggunakan satu pembagian berstrata 80:10:10 dan satu
run untuk setiap konfigurasi dengan seed 42. Penelitian tidak
mengukur signifikansi statistik atau variasi lintas seed.

4. Pemilihan konfigurasi dan checkpoint menggunakan Macro F1 pada
validation set, sedangkan test set digunakan setelah proses
pemilihan selesai.

5. Penelitian mengevaluasi pipeline sebagai satu kesatuan dan tidak
mengisolasi dampak Focal Loss, weighting, preprocessing, maupun
rasio split melalui baseline atau ablation.

6. Kesimpulan dibatasi pada dataset, model, pembagian data, dan
lingkungan penelitian sehingga tidak digeneralisasi langsung ke

domain atau sumber kebutuhan lain.

D. Tujuan Penelitian
Tujuan penelitian ini adalah sebagai berikut.

1. Mengevaluasi performa enam konfigurasi learning rate dan batch
size BERT-base-uncased dengan Inverse-Frequency Weighted
Focal Loss pada validation set serta menentukan konfigurasi
berdasarkan Macro F1.

2. Mengevaluasi performa konfigurasi terpilih pada test set
menggunakan Macro F1, Accuracy, Weighted F1, MCC, serta
Precision, Recall, dan F1 setiap kelas.

3. Menganalisis pola kesalahan antara kelas mayoritas FR dan tujuh

kelas NFR berdasarkan confusion matrix test set.



E. Manfaat Penelitian

Penelitian diharapkan menambah bukti empiris mengenai
penerapan BERT dengan Inverse-Frequency Weighted Focal Loss pada
klasifikasi kebutuhan perangkat lunak tidak seimbang. Hasil agregat,
per kelas, dan confusion matrix dapat memperkaya pemahaman
mengenai perilaku pipeline pada satu kelas FR dan tujuh kategori NFR.
Dokumentasi batas interpretasi juga membantu membedakan
reproduksibilitas satu run dari kestabilan temuan lintas seed.

Penelitian menyediakan prosedur yang dapat ditelusuri mulai dari
pembagian data, pembentukan bobot kelas, HPO, pemilihan checkpoint,
retraining, hingga evaluasi test. Prosedur dan artefak tersebut dapat
menjadi rujukan bagi penelitian lanjutan yang menggunakan dataset
atau tugas serupa. Hasil per kelas dan pola confusion matrix juga dapat
membantu menentukan kategori yang memerlukan pemeriksaan lebih
lanjut apabila pipeline dikembangkan menjadi alat bantu klasifikasi
kebutuhan.

Manfaat praktis tersebut tidak berarti model siap digunakan
langsung dalam seluruh organisasi. Penerapan pada lingkungan nyata
tetap memerlukan validasi pada data organisasi, penyesuaian taksonomi,
pemeriksaan kualitas label, serta evaluasi risiko kesalahan sesuai

kebutuhan penggunaannya.



BABYV
PENUTUP

A. Kesimpulan

Penelitian ini mengevaluasi BERT-base-uncased dengan Inverse-
Frequency Weighted Focal Loss untuk klasifikasi delapan kelas
kebutuhan perangkat lunak pada agile user story. Dataset berjumlah
10.006 data dibagi secara berstrata menjadi 80% training, 10%
validation, dan 10% test menggunakan seed 42. Hyperparameter
optimization menguji enam kombinasi learning rate dan batch size,
sedangkan Macro F1 validation digunakan untuk memilih konfigurasi
dan checkpoint.

Enam konfigurasi menghasilkan Macro F1 validation antara
0,882316 dan 0,891309. Learning rate 2e-5 dan batch size 32
memperoleh Macro F1 tertinggi sebesar 0,891309 sehingga dipilih
untuk retraining. Konfigurasi learning rate 5e-5 dan batch size 32
memperoleh Accuracy, Weighted F1, dan MCC tertinggi, tetapi tidak
dipilih karena kriteria seleksi yang ditetapkan adalah Macro F1. Selisih
Macro F1 dua konfigurasi teratas hanya 0,000835 dan tidak menjadi
bukti kestabilan peringkat karena setiap konfigurasi hanya dijalankan
satu kali.

Setelah konfigurasi terpilih dilatih ulang dari BERT dasar, best
checkpoint dievaluasi pada 1.001 data test yang tidak digunakan dalam
HPO. Model menghasilkan Accuracy 0,9351, Weighted F1 0,9358,
Macro F1 0,9027, dan MCC 0,8875. Sebanyak 936 data diprediksi benar
dan 65 data salah. F1 per kelas berada pada rentang 0,8323-0,9639. FR
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memperoleh F1 tertinggi sebesar 0,9639, sedangkan US memperoleh F1
terendah sebesar 0,8323 dan SE memperoleh F1 terendah kedua sebesar
0,8611. Hasil tersebut menunjukkan bahwa performa agregat yang
tinggi tidak tersebar secara seragam pada seluruh kelas.

Analisis confusion matrix menunjukkan bahwa 32 data FR
diprediksi sebagai NFR, 14 data NFR diprediksi sebagai FR, dan 19 data
NFR diprediksi sebagai kategori NFR lain. Pasangan kesalahan dua arah
terbesar adalah FR-US sebanyak 19 dan FR-SE sebanyak 17. Arah
kesalahan FR menjadi NFR lebih banyak daripada NFR menjadi FR
pada test set ini. Selain itu, kelas NFR dengan support kecil tidak selalu
memperoleh performa terendah; MN dan PE justru memiliki recall di
atas 0,97. Dengan demikian, pola kesalahan tidak dapat dijelaskan
hanya dari ukuran kelas.

Perbedaan antara metrik agregat dan per kelas menegaskan
pentingnya pemilihan ukuran evaluasi. Weighted F1 yang lebih tinggi
daripada Macro F1 dipengaruhi oleh besarnya support FR dan F1 FR
yang tinggi. Penggunaan Macro F1 sebagai kriteria seleksi
memungkinkan hasil kelas NFR tetap memengaruhi keputusan secara
setara, sedangkan pelaporan Weighted FI dan Accuracy
mempertahankan gambaran performa sesuai distribusi aktual.

Hasil penelitian menjelaskan perilaku empiris pipeline pada
dataset, pembagian data, konfigurasi, dan seed yang digunakan.
Penelitian tidak membuktikan keunggulan Focal Loss, inverse-
frequency weighting, tanpa pembersihan tambahan, atau rasio split
terhadap alternatif lain karena komponen tersebut tidak diuji melalui
baseline maupun ablation. Hasil juga tidak menunjukkan signifikansi

statistik atau kestabilan lintas seed.
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B. Saran

Penelitian berikutnya dapat mengulangi setiap konfigurasi
menggunakan beberapa seed dan melaporkan rerata serta penyebaran
metrik. Pengulangan tersebut akan membantu menilai apakah peringkat
konfigurasi tetap konsisten, terutama karena selisih Macro F1 dua
konfigurasi teratas sangat kecil. Penentuan jumlah run perlu
mempertimbangkan biaya komputasi dan tujuan inferensi yang ingin
dicapai.

Apabila tujuan penelitian berikutnya adalah mengukur kontribusi
setiap komponen, rancangan dapat menambahkan baseline dan ablation
yang terkontrol. Focal Loss dapat dibandingkan dengan Cross-Entropy
pada weighting yang sama, sedangkan inverse-frequency weighting
dapat dibandingkan dengan kondisi tanpa weighting pada loss yang
sama. Preprocessing dan rasio split juga dapat diuji secara terpisah.
Rancangan tersebut menjawab pertanyaan kausal atau komparatif yang
berbeda dari evaluasi pipeline pada penelitian ini.

Ruang HPO dapat diperluas secara bertahap dengan memasukkan
weight decay, warmup ratio, jumlah epoch, dan nilai gamma. Namun,
perluasan sebaiknya disertai validation protocol yang jelas dan test set
yang tetap disimpan hingga seluruh keputusan model selesai. Jika
beberapa pipeline dibandingkan, setiap pipeline dapat diberi ruang
optimisasi yang sepadan agar perbandingannya tidak bergantung pada
parameter yang hanya sesuai untuk salah satu metode.

Analisis kesalahan dapat diperdalam dengan menyimpan teks,
label aktual, probabilitas prediksi, dan label prediksi untuk setiap
contoh. Pemeriksaan contoh FR—US dan FR—SE dapat digunakan untuk

mengidentifikasi kemiripan semantik, ambiguitas label, atau pola
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bahasa yang menyebabkan kebingungan. Analisis semacam itu perlu
membedakan interpretasi peneliti dari bukti anotasi yang tersedia.

Penelitian lanjutan juga dapat meminta penelaah domain untuk
memeriksa sebagian contoh salah klasifikasi. Penelaahan tersebut dapat
membantu membedakan kesalahan model dari contoh yang memang
ambigu atau berpotensi memiliki lebih dari satu atribut kualitas. Jika
ditemukan ambiguitas sistematis, pengembangan taksonomi multilabel
dapat dipertimbangkan sebagai penelitian tersendiri.

Generalisasi dapat diuji pada sumber kebutuhan lain, bahasa lain,
atau data organisasi yang memiliki taksonomi berbeda. Penggunaan
ulasan aplikasi juga memungkinkan, tetapi memerlukan perumusan
ulang objek, skema label, dan proses anotasi karena ulasan pengguna
bukan pengganti langsung bagi dataset agile user story. Sebelum
penggunaan praktis, model perlu divalidasi kembali pada data serta

kebutuhan organisasi yang menjadi konteks penerapannya.
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